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ROZDZIAL 1

Wstep

Jednym z fascynujacych zagadnien dzisiejszej informatyki jest analiza réznorodnych modeli
obliczen. W tym kontekscie na szczegdlna uwage zastuguja modele zaktadajace rownolegtosé,
lub wrecz masywna rownolegtoéé obliczen. Zagadnienia te, chociaz nie sa wcale nowe, wydaja
sie mie¢ teraz kluczowe znaczenie, ze wzgledu na konczace sie mozliwosci ciagtego przyspie-
szania urzadzen dzialajacych w modelu sekwencyjnym (wiele wskazuje na to, ze jeste$my
blisko granic mozliwosci zwickszania czestotliwosci procesoréw, mozemy jednak nadal zwick-
szaé liczbe procesoréw). Okazuje sie, ze pojecie obliczenia nie musi by¢ zarezerwowane dla
ukltadéw arytmetycznych, takze uklady o zupelnie innych wtlasnosciach niz typowe bramki
logiczne, moga wykonywaé efektywnie skomplikowane zadania (czego najlepszym przykla-
dem jest chociazby mézg). Badania w dziedzinie klasycznych algorytméw réwnolegltych maja
swoj udzial w tym, ze dzisiaj umiemy za pomoca komputeréw rownolegtych catkiem trafnie
przewidywa¢ numerycznie pogode, czy wtasnosci konstrukcyjne budynkdéw, samolotow itp.
Dzieki badaniom nad ukladami masywnie réwnoleglymi, takimi jakimi sa na przykiad sieci
neuronowe mamy dzisiaj wiele doskonatych czujnikéw, uktadéw przetwarzania obrazu a takze
znacznie wigksze pojecie na temat tego jak dziata ludzki mézg. Nie da sie jednak powiedzieé,
ze wiemy juz jak dokladnie dziataja skomplikowane uktady sktadajace si¢ z tysiecy prostych
elementéw takich jak neurony. W tym miejscu warto nadmieni¢ o nieuchronnym zblizeniu
informatyki z fizyka. Przejawia sie to zaréwno w rosnacym znaczeniu pojecia informacji w
zrozumieniu praw rzadzacych Wszechswiatem, jak i zainteresowanie zagadnieniem kompu-
teréw kwantowych, kryptografii kwantowej itp. . Istotny udzial ma takze wykorzystywanie
aparatu matematycznego wywodzacego sie z fizyki do opisu pewnych teorii informatycznych.
Przyktadowo dziedzing ktéra zajmuje sie opisem skomplikowanych ukladéw w ktérych wiele
rzeczy dzieje sie rownolegle to fizyka statystyczna. Jej aparat matematyczny byt dotychczas
stosowany do opisu ukladéw fizycznych takich jak gaz doskonaly czy zbiér spindéw magne-
tycznych. W kontekscie sieci neuronowych stosowanie aparatu fizyki statystycznej jest obecne
miedzy innymi w badaniu zjawisk wystepujacych dla wielkoskalowych sieci rekurencyjnych
(szkla spinowe, model Hopfielda itp.). W tej pracy prezentowane jest nieco inne podejécie do
zastosowania aparatu fizyki statystycznej dla sieci neuronowych. Okazuje sie, ze w pewnych
uktadach (sieciach Hopfielda o zlokalizowanej strukturze polaczen) dobry opis teoretyczny
zapewnia teoria Pirogova-Sinaia opisujaca wlasnosci diagraméw fazowych dla kolektywnych
ukladéw z oddzialywaniami zadanymi przez potencjaly lokalne. Teoria ta rozwinieta w latach
80 XX wieku jest jeszcze do$é nowa, bardzo skomplikowana, by¢ moze jednak w jakies mierze
stanowi wskazéwke do zrozumienia wtasnosci skomplikowanych uktadéw neuronéw. Praca ta
zawiera wprowadzenie do wszystkich zagadnien potrzebnych do zrozumienia wynikow teo-
rii Pirogova-Sinaia (dowody opisywanych wynikéw wykraczaja jednak daleko poza zakres
biezacej rozprawy), oraz rezultat eksperymentu obliczeniowego, ktéry potwierdza shusznosé
zastosowania tej teorii do opisu lokalnie Hopfieldowskich sieci neuronowych. Przedstawione
tu wyniki zostaly przyjete do prezentacji na konferencji International Joint Conference on
Neural Networks 2005 odbywajacej sie w Montrealu [30].



1.1. Sformulowanie probleméw informatycznych w jezyku
minimalizacji globalnej

Komputery spelniaja dzisiaj wiele zadan, poczawszy od pomagania w projektowaniu, poprzez
obliczenia naukowe, skonczywszy na rozrywce. W rzeczywistosci kazde z tych zagadnien roz-
bijane jest na tysiace prostych czynnosci ktére komputer wykonuje niezwykle szybko. Na tak
elementarnym poziomie wykonywane sa wlasciwie jedynie operacje arytmetyczne i zapisywa-
nie/odczytywanie pamieci a wiele jednakowych operacji mozna wykonaé¢ w na rézne sposoby.
Niski poziom analizy dzialania komputera jest ciekawy z punktu widzenia teorii obliczen
(konstrukcja maszyn Turinga, lingwistyka itp), jednak w tym tekscie bedziemy operowaé na
bardziej ogélnych pojeciach. Do dalszych rozwazan musimy zdefiniowaé¢ pewne pomocnicze
pojecie, ktére pozwoli opisaé¢ czym z punktu widzenia rozwazan tu prezentowanych bedzie
typowe zagadnienie rozwigzywane przez komputer.

Zagadnieniem obliczeniowym nazwiemy kazda tréjke (S,D,9R), gdzie S jest specyfikacja
problemu (sformutowana w pewnym jezyku formalnym, lub poprzez zadanie maszyny ob-
liczeniowej), D zbiorem mozliwych danych wejSciowych a QR zbiorem wszystkich mozliwych
rozwiazan problemu. S specyfikuje funkcje ktora dla pewnych danych wejsciowych D € D
przyjmuje warto$¢ bedaca podzbiorem R C R (podzbiér zbioru mozliwych rozwi@zaﬁﬂ). Tak
ogolne pojecie miesci w sobie oczywiscie klasyczne problemy, takie jak na przyktad znalezienie
cyklu Hamiltona w grafie, czy wykonanie BFS. W pierwszym przypadku rozwiazaniem jest
zbiér wszystkich cykli Hamiltona dla danego grafu, w drugim drzewo rozpiete przez przeszu-
kiwanie BFS. Do przedstawionego schematu pasuja réwniez mniej klasyczne problemy takie
jak np. rozpoznanie litery na zaszumionej bitmapie, czy rozpoznanie mowy. Niezaleznie od
charakteru problemu, mozna wyrézni¢ pewne cechy wspolne:

e Dla kazdych danych wejsciowych D € D istnieje podzbiér R zbioru R stanowiacy
rozwiazanie zagadnienia obliczeniowego (ktéry moze byé podzbiorem pustym - jesli
dla danego wejscia problem nie posiada rozwiazani

e Dla kazdego zagadnienia obliczeniowego istnieje odwzorowanie miedzy zbiorem danych
D a zbiorem podzbioréw zbioru dopuszczalnych rozwiazan 2 Kazdym danym wejscio-
wym odpowiada pewien podzbidr zbioru rozwiazan (jedno elementowy, gdy rozwiazanie
jest jednoznaczne)

7 powyzszych punktow wynika, ze mozna przeformutowaé¢ zadanie rozwiazania zagadnienia
obliczeniowego w nastepujacy sposdb:

e Definiujemy pewng funkcje ¢p : 8 — R ograniczong z dotu taka, ze dla pewnych
danych D:

argmin,emdp(r) = {r € R;r jest rozwiazaniem S przy danych D} (1.1)
Zatem funkcja ta osiaga swoje minima dla elementéw r € R ktére naleza do rozwiazania

problemu S dla danych D. Trzeba tu dodaé, ze w przypadku, gdy dane zagadnienie
nie posiada rozwigzania (R = (), funkcja ¢p moze si¢ minimalizowa¢ na pewnych

!Element zbioru % bedziemy nazywaé rozwigzaniem mozliwym, w przeciwienstwie do rozwigzania zagad-
nienia (konkretnego).

2 Aby uniknaé nieporozumien ustalmy, ze rozwigzaniem zagadnienia nazywamy wlagnie wspomniany pod-
zbiér zbioru mozliwych rozwigzan R, nie zas$ element zbioru fR.

3Przez % oznaczamy zbiér wszystkich mozliwych rozwiazai problemu



innych elementach zbioru R. O ile takie rozwigzania maja sensE]7 bedziemy je nazywac
suboptymalnymi.

e Zagadnienie rozwigzania problemu S dla danych D sprowadza sie wtedy do znalezienia
minimum (lub miniméw) funkcji ¢p

Zauwazmy przy tym, ze funkcja ¢ moze byé¢ dobrana z pewng dowolnosciag. Wymagamy od niej
jedynie tego aby osiagata minimum w rozwiazaniach problemu. W szczegélnosci moze to by¢
na przyktad funkcja ktora dla danego grafu G i danego uporzadkowania jego wierzchotkow
osiaga 0, gdy uporzadkowanie to tworzy cykl Hamiltona i 1 w przeciwnym wypadku. W
ogdlnosci jesli posiadamy efektywna procedure weryfikacyjna dla problemu to od razu mozemy
z niej skonstruowaé¢ odpowiednig funkcje analogicznie do powyzszego schematu. Jesli problem
jest zagadnieniem aproksymacyjnym to za minimalizowang funkcje wystarczy wzia¢ norme
roznicy aproksymatora od funkcji aproksymowanej itp.

Pewna ciekawostka jest to, ze komputery przez wigkszosé swojego czasu obliczeniowego nie
rozwiazuja zadnych zagadnien obliczeniowych nawet w tak ogélnym sensie. Ich dziatanie zdo-
minowane jest przez jalowe czynnosci zwiazane z zerowaniem lub przenoszeniem fragmentéw
pamieci, operacjami wejécia/wyjscia itp. Mozna jednak spojrze¢ na to zagadnienie szerzej,
jesli bowiem np. rysowanie ladnych okienek nie wydaje sie by¢ rzeczywistym problemem
informatycznym to moze by¢ ono interpretowane jako czynno$¢ majaca na celu zoptymalizo-
wanie komunikacji dwoch systeméw informatycznych (komputera i mézgu uzytkownika) i w
tym sensie tez jest pewnym zadaniem optymalizacyjny

1.2. Analogie informatyki i fizyki - przestrzen problemu -
przestrzen fazowa

Nawiazujac do rozwazan ze wstepu mozna wskazaé szereg analogii pomiedzy pojeciami po-
chodzenia informatycznego a pojeciami pochodzenia fizycznego. W fizyce podstawa wszelkich
Scistych przemyslen jest model pewnego zjawiska, opisany réwnaniami matematycznymi. Zja-
wisko fizyczne przebiega w czasie i w drodze swojej ewolucji przyjmuje pewne stany. Funkcje
ktora dla pewnego stanu zjawiska determinuje jego nastepny stan nazywamy dynamika, a
uktad wraz z taka funkcja nazywamy uktadem dynamicznymﬁ Pomocnym okazuje si¢ spoj-
rzenie na uklad z nieco innej perspektywy, mianowicie nie na pojedynczy jego stan, ale na
przestrzen wszystkich mozliwych stanéw zwana dalej przestrzenia fazowa (przestrzenia faz
- stan6w). Dynamika zadaje oczywiscie odwzorowanie przestrzeni fazowej w siebie. Kazda
ewolucja ukladu zgodna z jego dynamika wyznacza trajektorie w przestrzeni fazowej, przy
czym mozna wyrozni¢ caly szereg mozliwych trajektorii, poczawszy od takich ktére zbiega-
ja do pewnego punktu (atraktora) i zatrzymuja sie (atraktor jest punktem niezmienniczym
dynamiki), przez takie ktére wpadaja w cykliczna petle lub zestaw petli (zachowanie okreso-
we 1 pseudo-okresowe), az po takie ktére w nie regularny sposéb wypelniaja cala przestrzen
(zachowanie chaotyczne). Istota analogii modeli fizycznych i informatycznych jest jednak co
innego, mianowicie fakt, iz dla tych pierwszych definiuje si¢ (zazwyczaj w do$é naturalny
spos6b) pewna dodatkowa funkcje - energie. W ewolucji uktadéw fizycznych posiadajacych

4To moze by¢ niejasne, ale zalezy to od rozwazanego problemu - kiedy pewne rozwiazanie jeszcze uznamy
za sensowne (choé nieoptymalne) a kiedy uznamy je za niepoprawne.

5Chociaz rozwiazywanym tak naprawde raz, przez projektantéw interejsu systemu.

SW tym sformutowaniu jest oczywiscie pewna przesada, uktad mozna nazywaé uktadem dynamicznym, gdy
spelnia pewne dodatkowe zalozenia, przywolywanie jednak tych szczegdétéw na tym poziomie abstrakcji nie
wydaje sie konieczne.



mozliwos¢ odprowadzenia nadmiaru energii (np. w postaci ciepta, promieniowania etc.) sta-
bilne sa stany réwnowagowe odpowiadajace zwykle lokalnym minimom funkcji energetycznej.
Uktady te zatem same z siebie w sprzyjajacych Warunkaclﬂ wykonuja zadanie minimalizacji
pewnej funkcji energii na przestrzeni fazowej. Jesli teraz przyjmiemy, ze przestrzen fazowa od-
powiada przestrzeni problemu i zadamy funkcje energetyczng w taki sposob aby przyjmowata
minima globalne w punktach bedacych rozwigzaniem problemu, to zadanie informatyczne po-
legajace na znalezieniu algorytmu rozwiazujacego dane zagadnienie ttumaczy si¢ na problem
znalezienia odpowiedniego mechanizmu (minimalizujacego zadana energie) i pozwoleniu aby
uktad ewoluowal. Wtedy (pomijajac pewne szczegdly o ktérych za chwile) po odpowiednio
dtugim czasie ewolucja ukltadu powinna skonczy¢ sie w interesujacym nas rozwigzaniu.

1.3. Problem miniméw lokalnych - wyzarzanie

Niestety omowione wyzej uktady fizyczne nie potrafia w ogdlnosci rozwiazywaé zagadnienia
minimalizacji globalnej, sa bowiem podatne na mozliwos¢ trafienia w minimum lokalne z kté-
rego juz nie beda w stanie wyjsé. Jesli uktad jest deterministyczny, wtedy kazde minimum
lokalne funkcji energetycznej na przestrzeni fazowej jest atraktorem dynamiki. Tym samym
kazda trajektoria zaczyna si¢ w pewnym basenie atrakcji pewnego minimum lokalnego, do
ktorego predzej lub pdzniej wpadnie (i juz w nim zostanie). Moze si¢ oczywiscie zdarzy¢,
ze przypadkowo wybierzemy taki stan poczatkowy uktadu, ktéry lezy w basenie atrakcji
minimum globalnego, jednak taka sytuacja jest w ogélnosci mato prawdopodobnaﬂ Samo
skonstruowanie uktadu rozwiazujacego problem inspirowanego pojeciami rodem z fizyki nie
wystarcza do jego rozwigzania. Potrzebne sa dodatkowe warunki zadane na dynamike, co$ co
spowoduje, ze uklad przestanie byé¢ wrazliwy na minima lokalne - bedzie mial mozliwo$é po-
konania bariery potencjatu ktéra wiezi go w minimum lokalnym. Okazuje sie, ze natura sama
podpowiada co trzeba zrobié¢ - odpowiedzia sa fluktuacje termiczne. Wyobrazmy sobie rosnacy
krysztal. Ustawienie krystaliczne atoméw stanowi bez watpienia minimum energetyczne ich
mozliwych ustawien, jednak w naturalnych warunkach przyrost krysztatu jest strasznie czuty
na wszelkie mikroskopijne zaburzenia. W szczegdlnosci jedli krystalizacja przebiega szybko,
powstale krysztalki sa male a ich struktura przestrzenna jest zaburzona. Aby uzyska¢ duzy,
nieskazitelny krysztal potrzebne jest cierpliwe postepowanie polegajace na powolnym obni-
zaniu temperatury, przy czym w momencie, gdy widzimy, ze powstalo jakies zaburzenie,
powinni$my temperature podnie$é¢ (aby sie stopilo i na nowo skrystalizowalo). Taki powol-
ny proces zwany wyzarzaniem w koncowym rezultacie powinien zapewni¢ duzy krysztat bez
zadnych zaburzen. Temperatura okazuje sie by¢ czynnikiem, ktéry pozwala wyj$é z minimow
lokalnych (niewielkich nieregularnych krysztatkéw). Powoli obnizana powoduje, ze uklad jest
coraz bardziej stabilny, ale poniewaz ma mozliwo$é zwiedzenia wiekszego obszaru przestrzeni
fazowej, wybiera lepsze minimum. W dalszych rozdziatach dowiedziemy, ze takie postepowa-
nie prowadzi w granicy do znalezienia minimum globalnego z prawdopodobienstwem jeden. W
informatyce opisany sposéb postepowania nazywa sie symulowanym wyzarzaniem (simulated
annealing) i okazuje sie przynosi¢ spodziewane rezultaty, poprzez wprowadzenie do ukladu
czynnika stochastycznego symulujacego temperature. Wkraczamy tutaj na teren algorytmow
stochatycznych, gdzie podstawowym narzedziem opisu ich poprawnosci sa tancuchy Markowa
oméwione szerzej w podrozdziale

7Jedli uktad jest izolowany to oczywiscie energia jest zachowana.
8W pewnych ograniczonych zagadnieniach minimalizacji jak np. minimalizacji wypuklej taka okolicznogé
moze by¢ czesta.



1.4. Inspiracje biologiczne w informatyce - sieci neuronowe,
perceptrony, MLP

W ciagu ostatnich kilkudziesieciu lat dokonata si¢ rewolucja informatyczna. Dzisiejsze kompu-
tery osobiste - chociaz mieszczg si¢ w niewielkim plecaku - posiadaja czesto moc obliczeniowa
ktora jeszcze 10 lat temu byta zarezerwowana dla superkomputeréwﬂ Jedli stynne prawo
Moora o podwajaniu sie mocy obliczeniowej komputeréw co okoto 18 miesiecy pozostanie
prawdziwe, to za 10-20 lat moc obliczeniowa superkomputeréw bedzie pozwalata wykonywaé
oblicznia dzisiaj prawie niewyobrazalne. Jednego celu jednak nadal nie udato sie osiagnaé -
budowy sztucznego mozgu - inteligentnego komputera. W latach 50, gdy komputery dopiero
sie pojawialy wydawalo sie¢ to kwestia niedalekiej przysztosdci. Zostal nawet sformulowany
test pozwalajacy okresli¢ czy maszyna posiada juz poziom inteligencji cztowieka (lub wyzszy)
- stynny Test Turinga - ktérego do tej pory nie przeszedl zaden sztuczny uktad informatycz-
ny. Pomimo, iz nadal nie mozna prowadzié¢ intelektualnej konwersacji z wltasnym laptopem,
olbrzymia ilo$¢ informacji na temat dziatania ludzkiego ukladu nerwowego zostata odkryta,
a wiele z nich postuzyto jako inspiracje przy tworzeniu algorytméw czy tez catych modeli
obliczen. Podstawowym faktem na temat budowy moézgu bylo to, iz sktada sie z neuronéw
- pojedynczych komorek przetwarzajacych sygnaly elektryczne. Redukcjonistyczne podejscie
zakladalo stworzenie przyzwoitego modelu neuronu, a nastepnie na zebraniu i potaczeniu
wielu neuronéw w wieksza catoéé w nadziei stworzenia sztucznego mézgu@ Pionierami w tej
dziedzinie byli W. S. McCulloch i W. H. Pitts ktérzy w swojej pracy [23] z 1943 roku podali
pierwsza definicje neuronu formalnego.

Definicja 1.4.0.1 Neuronem formalnym nazywamy uktad skladajocy sie z

o zestawu wag wi...w, € {—1,1} oraz progu 6 € R.
o zestawu aktywacji wejsciowych (presynaptycznych) ji...jn € {0, 1}

o funkcji catkowitej aktywacji:
n
h=> w-ji
i=1
o funkcji przejscia ¢

¢= 1 ;h—60>0

{o h—0<0

Neuron formalny zadaje zatem na przestrzeni wektoréw wejsciowych (binarnych, zatem ro-
gach wielowymiarowego sze$cianu) odwzorowanie do zbioru {0,1}. Gdy przyjrzymy sie blizej
temu przeksztalceniu okaze sie, ze neuron zadaje hiperpowierzchnie ktéra tnie przestrzen
wejéciowa na dwie czesdci - tych wektoréw ktére powoduja aktywacje neuronu i tych ktoére
jej nie powoduja. Geometryczne polozenie tej plaszczyzny jest $cidle zdeterminowane przez
wektor wag wi...w, oraz prég 0. Taka a nie inna budowa neuronu jest oczywiscie inspiro-
wana biologicznie. Komorki nerwowe rzeczywiscie wykazuja podobne cechy - posiadaja wiele
wejsé (dendryty) oraz jedno wyjscie (akson). Sygnaly przeplywajace z innych neuronéw po-
przez synapsy do dendrytéw ulegaja zsumowaniu, gdy dwa dendryty sie l@czaEl W efekcie

9To zdanie powinno byé prawdziwe przynajmniej przez nastepne kilkanascie lat.

ODyzisiaj czesé badaczy sklania sie ku twierdzeniu, iz takie redukcjonistyczne podejécie nie przyniesie
oczekiwanych rezultatow, istoty dynamiki moézgu trzeba raczej szuka¢ w innych skalach.

HSumowanie to w rzeczywistoéci ma doéé skomplikowang nature, jest to raczej calkowanie potencjatéw.
Zwykta suma daje jednak zadowalajace przyblizenia, a ma te zalete ze jest tatwa do policzenia.



Rysunek 1.1. Schemat Neuronu formalnego

Zrédio: Opracowanie wlasne

do ciata neuronu dociera zsumowany sygnal ze wszystkich dendrytéw. Jesli potencjal ten jest
wstanie wzbudzi¢ neuron, wysyla on silny sygnalt do aksonu, w przeciwnym wypadku sygnat
zamiera (temu zachowaniu odpowiada funkcja przejscia). Zdolnoéé do przewodzenia poszcze-
gblnych synaps ktéra w rzeczywistosci zalezy od ksztaltu synapsy i sktadu neuroprzekaznikow
w modelu McCullocha-Pittsa jest zastapiona poprzez zestaw wag. Widaé zatem, ze pomimo
znacznej prostoty neuron formalny odpowiada w miare dobrze rzeczywistosci.

Praca McCullocha-Pittsa spowodowalta pewne zamieszanie i doprowadzita do reanima-
cji idei sztucznego moézgu. W istocie byta inspiracja dla wielu badaczy, miedzy innymi dla
Kleenego, ktory w toku rozwazan nad sieciami neuronowymi wymyslit idee automatu skon-
czonego. Na bazie neuronu formalnego mozna takze skonstruowaé dowolna bramke realizujaca
monotoniczng funkcje logiczng.

Pewnym ograniczeniem idei neuronu formalnego jest fakt, ze pracuje on jedynie na danych
binarnych. W dalszych pracach rozwinieto te idee do modelu tak zwanego perceptmnu@,
w ktéorym wagi moga by¢ dowolnymi liczbami rzeczywistymi. Powoduje to, ze plaszczyzny
separujace moga by¢ ustawione w przestrzeni pod dowolnymi katami, daje to wiecej swobody
i umozliwia automatyczne uczenielﬂ Rozpoczeto takze eksperymenty z rézniczkowalnymi
funkcjami aktywacji, co umozliwiato stosowanie algorytméw spadku gradientowego przy
uczeniu.

Na poczatku lat 60 wydawalo sie, ze teraz wystarczy jedynie skonstruowac¢ uktad sktada-
jacy sie z wielu neuronéw i ze przejécie testu Turinga jest bliskie. Szybko okazalo sie jednak,
iz mozliwoéci éwczesnych modeli neuronowych nie sa az tak duze - pojedynczy neuron potrafi
rozwiazywaé jedynie zagadnienia liniowo separowalne (czyli takie w ktérych zbiér rozwiazan
problemu od reszty daje sie oddzieli¢ hiperplaszczyzna), klasa tych probleméw okazala sie
do$¢ skromna, wystarczy nadmienié, iz problem XOR (binarnej réznicy symetrycznej) nie jest
liniowo separowalny. Aby poszerzy¢ klase probleméw rozwiazywanych przez sieci neuronowe,
trzeba bylo konstruowaé sieci wielowarstwowe. Jak si¢ jednak okazalo dwcezesne algorytmy
uczenia nie byly przewidziane dla uktadéw wielowarstwowych i nie bylo zadowalajacych roz-
wiazan tego problemu. Po serii porazek idea sieci neuronowych zostata uspiona na dobre 20
lat.

12Perceptron to doéé ogdlne pojecie zwigzane z modelowaniem zjawiska percepcji czyli rozpoznawania cech
obrazéw. Perceptrony byly zaproponowane w 1958 roku przez Franka Rossenblatta a nastepnie badane przez
Paperta i Minskiego

3Mozna pokazaé, ze moc obliczeniowa sieci wazonych i niewazonych jest taka sama, jednak struktura
topologiczna tych drugich moze by¢ bardzo skomlikowana (redundantne synapsy).
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Kolejny renesans sieci neuronowe przezyly w polowie lat 80 dwudziestego wieku, po pu-
blikacji Rumelharta, Hintona i Williamsa [34] prezentujacej elegancki i prosty w implemen-
tacji algorytm wstecznej propagacji bhgdupz] (Backpropagation algorithm) pozwalajacy uczyé
wielowarstwowe sieci MLPE] sktadajace sie z perceptronéw. Algorytm ten jest typowym przy-
ktadem algorytmu spadku gradientowego, w wyniku jego dzialania minimalizowany jest btad
sredniokwadratowy rzeczywistego wyjscia z sieci wzgledem oczekiwanego wyjscia. Elegancja
tego rozwigzania polegala na tym, ze stosujac funkcje sigmoidalne wyktadnicze, nie trzeba w
czasie dzialania algorytmu liczy¢ zadnych pochodnych - licza sie w sprytny sposéb same.

Od tego czasu do dnia dzisiejszego z mniejszym lub wiekszym natezeniem wraca moda na
sieci neuronowe, pojawiaja sie coraz to nowe idee (sieci Hopfielda, maszyny Boltzmanna, sieci
Bayesowskie{igl, sieci samoorganizujace Kohonena), oraz ciekawe zastosowania. Sztuczne sieci
neuronowe sa tak naprawde silnie obecne w naszym codziennym zyciu, we wszelkiego rodzaju
zaawansowanych czujnikach, cyfrowych aparatach fotograficznych a takze w zastosowaniach
militarnych, celownikach rakiet itp. Szczegdly dotyczgce tematu sieci neuronowych mozna
znalezé w jednej z licznych monografii na ten temat [33) 10, 27, [15].

1.5. Przeglad algorytméw minimalizacji globalnej

Wré6émy na chwile do tematu minimalizacji globalnej. Zgodnie z argumentacja zawarta w
praktycznie kazdy problem informatyczny daje sie sformutowaé¢ w jezyku minimalizacji
globalnej, stad duze zainteresowanie tym zagadnieniem. Powstal szereg algorytméw minima-
lizacji globalnej ktére w praktyce wszystkie sprowadzaja sie do przeszukania calej dziedziny
minimalizowanej funkcji (w ogélnosci nie wyglada by dalo sie tego unikn@ﬂ. W zaleznosci
od charakteru probleméw rézne strategie przegladania dziedziny problemu mogg przyniesé
rézne rezultaty, gtéwnie w kluczowej kwestii czasu dzialania algorytmu.

1.5.1. Algorytm Random Walk

Najprostszy stochastyczny algorytm poszukiwania minimum globalnego, polegajacy na lo-
sowym btadzeniu po przestrzeni rozwiazan. Zaleznie od wersji, kolejny stan wybiera sie w
losowym punkcie przestrzeni, lub jako jeden z sasiadujacych punktéw obecnego stanu (wtedy
losuje si¢ kierunek przemieszczania.

1.5.2. Algorytm Tabu-Search

E Pewne modyfikacja algorytmu Random Walk, polegajaca na tym, ze raz odwiedzone stany
oznacza sie jako zakazane (tabu). Chroni to algorytm przed bezsensownym zwiedzaniem
raz juz spenetrowanych fragmentéw przestrzeni rozwiazan (i powieksza prawdopodobienstwo
odwiedzenia bardziej oddalonych obszaréw), jednak wymaga pamigtania stanéw ktore juz
odwiedzono (co moze okazaé sie klopotliwe, gdy stanéw bedzie duZoE;D.

1 Algorytm ten réwnolegle opisany byl przez Davida Parkera w pracy [25], jednak po raz pierwszy zostal
przedstawiony przez Paula Werbosa w pracy doktorskiej obronionej na Harvardzie 1974 [36] a nastepnie
zapomniany na kilka lat.

ISMLP -Multi Layer Perceptron - Perceptron wielowarstwowy

16Chociaz sieci Bayesowskie nie sa sieciami neuronowymi, pojawiaja sie jednak w szerszej dziedzinie inteli-
gencji obliczeniowej, w ktérej wlasnie sieci neuronowe wiodty prym.

17 Algorytm minimalizacji globalnej, ktéry zawsze przeszukiwaltby jedynie logarytmiczng czedé przestrzeni
zapewnialby rozwiazanie wartego milion dolaréw stynnego problemu informatycznego P = N P.

187Zaré6wno pisownia Taboo jak i Tabu jest w uzyciu

19W praktyce pamieta sie tylko pewna iloé odwiedzonych stanéw. Sg tez wersje tabu-search ktére dyna-
micznie modyfikuja ilo$¢ pamietanych stanéw (Reactive tabu search)
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1.5.3. Algorytm wielu startéw (multistart)

W algorytmie tym (tak naprawde pewnej strategii postepowania) wykorzystuje sie dowolny
algorytm minimalizacji lokalnej (np. algorytm spadku gradientowego), a nastepnie uruchamia
go wiele razy z losowo wybranych punktéw startowych. Przy odrobinie szczescia mozna
natrafi¢ na punkt startowy lezacy w basenie atrakcji minimum globalnego, wtedy algorytm
minimalizacji lokalnej niechybnie do niego trafi. Niestety baseny atrakcji miniméw globalnych
moga zajmowacl tylko bardzo nieznaczny fragment przestrzeni fazowej, a w dodatku moga
mieé¢ bardzo skomplikowang geometrie co dodatkowo utrudnia trafienie w stosowny punkt.

1.5.4. Algorytm P*

Jest to dos¢ ciekawy algorytm oparty o strategie Random Line SearchF_Gl Polega on na wylo-
sowaniu kierunku (z rozktadu jednostajnego) oraz dtugosci odcinka (z rozkladu normalnego).
Nastepnie na wylosowanym odcinku stosowany jest jednowymiarowy algorytm minimalizacji
(moze by¢ to po prostu losowe probkowanie odcinka w poszukiwaniu najlepszego minimum).
Zmnalezione minimum jest obierane jako kolejny punkt startowy. Losowanie dlugoéci przeszu-
kujacego odcinka z rozkiadu normalnego powoduje, ze wickszo$é poszukiwan ma charakter
lokalny, jednak zawsze jest mozliwo$¢ wyjscia z minimum lokalnego.

1.5.5. Simulated Annealing

Algorytm ktérego aspektami bedziemy sie zajmowaé w dalszych fragmentach tej pracy. Wy-
korzystuje on ciekawe wlasnosci pewnej rodziny rozktadéw prawdopodobienstwa na przestrze-
niach fazowych (miar Gibbsa), oraz fakt, ze losujac stan z tych rozkladéw a jednoczesnie prze-
chodzac z temperatura uktadu do 0 trafia sie w minimum globalne z prawdopodobienstwem
1. Szczegdly dotyczace tej rodziny algorytméw przedstawione sa w nastepnych rozdziatach.

Obszerny przeglad dostepnych algorytméw minimalizacji globalnej (jest ich znacznie
wiecej niz te wymienione wyzej) mozna znalezé w pracy [9].

20Przeszukiwanie losowymi liniami
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ROZDZIAL 2

Sieci rekurencyjne, sieci Hopfielda

Na poczatku lat 80 XX wieku, w czasie kiedy tradycyjne warstwowe sieci neuronowe opar-
te na perceptronach (sieci jednokierunkowe, tzw feed forward networks) przezywaly kryzys
zwigzany z brakiem algorytmu uczgcego, pojawita sie nowe idea, ktéra jak sie pdzniej okazalo
byta wrecz rewolucyjna i niezwykle owocna naukowo. Cate zamieszanie zapoczatkowata opu-
blikowana w 1982 roku praca J.J. Hopfielda [19], o wiele méwiacym tytule ”Neural networks
and physical systems with emergent collective computational abilities” [ﬂ W pracy tej nie
tylko byl opisany model obliczen ktérego podstawe stanowita rekurencyjna sie¢ neuronowa,
ale takze wskazywal algorytm uczenia (obliczenia wag) i dynamike prowadzaca do rozwiaza-
nia problemu autoasocjacji. Opublikowanie tych wynikéw spowodowato duze zainteresowanie
Swiata naukowego ktére w szybkim czasie zaowocowato setkami prac analizujacymi sieci Hop-
fielda (sama oryginalna praca Hopfielda byla do dzisiaj cytowana co najmniej 2000 razy) a
takze pokaznym zbiorem implementacji sprzetowych i zastosowan.

2.1. Definicja, przyktady dynamiki

Definicja 2.1.0.1 Siecig rekurencyjng bedziemy nazywaé uktad skliadajgocy sie z
e neurondw (spinow) o; € {0,1}, przy czym i € 1.n

o zestawu wag w;; € R, przy czym w; j oznacza wage polgczenia synaptycznego z neuronu
o; do neuronu o;

o wektora h € R™ zwanego dalej wektorem pola zewnetrznego
e 7, € R - czasu przejscia impulsu po polgczeniu

e 7, € R - czasu refrakcji neuronu (minimalnego czasu pomiedzy dwoma aktywacjamsi)

Na poczatku warto zauwazy¢, ze sie¢ rekurencyjna jest catkowicie sprzezona, w przeciwien-
stwie do rozwazanych wczesniej sieci MLP, w ktérych sprzezenia zwrotne wszakze czasem
wystepowaly, jednak byly w wielu kwestiach klopotliwe i utrudnialy opis teoretyczny oraz
uczenie takich sieci. W przypadku sieci rekurencyjnych sprzezenie jest catkowite i zupelnie
pozadane. Czasy refrakcji i czasy przejscia impulsu, pochodza z rozwazan biologicznych. W
rzeczywistych sieciach neuronowych wystepuja opdzniania w propagacji sygnatéw wynikaja-
ce mechanizmu dzialania pompy jonowej w blonie neuronu. Po aktywacji neuron takze przez
pewien czas nie wykazuje gotowosci do aktywacji (czas refrakcji). Dokladniej zjawiska wyste-
pujace w biologicznych sieciach neuronowych modeluja tak zwane sieci impulsujace opisane
w [3]. Sieci te maja dosé skomplikowana dynamike czasu ciaglego oparta na impulsach propa-
gujacych sie z pewnymi op6znieniami i mocami w synapsach. Gdy aktywacja taczna neuronu
przekroczy pewien prég, wyzwalany jest sygnal, a nastepnie neuron jest usypiany na pewien
czas (refrakcja). W modelu sieci rekurencyjnych nie rozwazamy ewolucji w czasie ciaglym,
parametry 7, i 7 majg jedynie znaczenie przy obieraniu globalnej dynamiki dla sieci.

!Sieci neuronowe i uktady fizyczne ze spontanicznymi zbiorowymi mozliwosciami obliczeniowymi

13



R

Rysunek 2.1. Schemat piecioelementowej sieci rekurencyjnej

Zrédlo: Opracowanie wlasne

e gdy 7, < 7 mamy dynamike asynchroniczna (tzw. dynamike Glaubera) w ktorej

— losujemy neuron o;

— ustawiamy go w kierunku pola wypadkowego ¥; (o ile jest ono niezerowe) (beda-
cego suma pola lokalnego i pola zewnetrznego)

n
o; = sgn (X;) = sgn ij,i + h;
j=1

Zalozenia braku modyfikacji przy zerowym polu bedzie wygodne w pewnych zbli-
zajacych sie¢ dowodach.

e gdy 7, ~ 7, mamy dynamike synchronicznag (tzw. dynamike Little’a w ktérej stan
wszystkich neuronéw zmienia sie¢ naraz.

e gdy 7, < 7, mamy dynamike hybrydowa, gdzie sie¢ jest podzielona na funkcjonalne
fragmenty w ktoérych obowiazuje dynamika Glaubera, natomiast fragmenty pomiedzy
soba synchronizuja sie dynamika synchroniczna (przesylajac $rednia aktywacje jako
sygnat).

W naszych dalszych rozwazaniach bedziemy zakladaé, ze uktad pracuje w dynamice asyn-
chronicznej, zas macierz wag wj ; jest symetryczna. Zalozenia te wynikaja z koniecznosci
uproszczenia ukladu do analiz teoretycznych (dynamika asynchroniczna posiada stan kon-
cowy dla prawie kazdego uktadu Wagﬂi nie popada w cykle, za$ zalozenie symetrycznosci
macierzy w;; znakomicie ulatwia operowanie wzorami na energie uktadu). Zakladamy tez
brak samopotlaczen, czyli w;; = 0.

Definicja 2.1.0.2 Energig konfiguracji Eﬂ sieci nazywamy funkcje
1
E(E) = —5 Zwmmaj — thaz
1,] 7

2Mozna na site wygenerowaé patologiczne wagi ktére wprowadza degeneracje, takich ukladéw wag jest
jednak matlo (miary zero).
3Przez & bedziemy oznaczaé pojedynczy stan sieci (konfiguracje wszystkich neuronéw)
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Kluczowe znaczenie ma w tym miejscu nastepujace

Twierdzenie 2.1.0.1 FEnergia konfiguracji sieci nie wzrasta w czasie ewolucji w dynamice
asynchronicznej.

Dowéd 2.1.0.2 Oznaczmy przez @ stan wyjéciowy sieci, a przez @ stan sieci po dokonaniu
zmiany przez dynamike. Zalozimy, ze zmieniony zostal neuron i (w przypadku, gdy nie zostal
zmieniony Zaden neuron, twierdzenie jest oczywiste).

B(@) - B@) = 5 3 wi04(0} — 03) ~ hi(o} ~ )
J

= —(O‘l/- — Ui)zi S 0

Ponadto jesli zatozymy, Ze przy zerowym polu lokalnym nigdy nie nastepujg zmiany to powyz-
sza nieréwnosé jest ostra. PoniewaZ energia jest ograniczona z dolu (z gory tez) to oznacza
to, Ze w dynamice synchronicznej osiggany jest zawsze pewien atraktor.

O

Udowodnione twierdzenia pokazuja, ze sie¢ rekurencyjna (w dynamice asynchronicznej) z
dowolnego losowego stanu poczatkowego zawsze zbiegnie do minimum lokalnego, gdzie dy-
namika sie zatrzymuje. W ogdlnosci nie musi to by¢ jednak jedno z oczekiwanych minimoéw,
gdyz w trakcie ustalenia wag moga powstaé tak zwane atraktory pasozytnicze, czyli pewne
dodatkowe minima lokalne funkcji energetycznej (problem ten bedzie jasniej opisany nizej na
przykladzie sieci zapamietujacej wzorce).

2.2. Sieci Hopfielda, pojemnos¢ pamieciowa, katastrofa
zapominania

Sieci rekurencyjne czesto stosuje sie jako autoasocjator. Autoasocjator, to rodzaj pamieci
skojarzeniowej El pamietajacej szereg wzorcow, ktory umozliwia odtworzenie kazdego z nich
na podstawie zaszumionego przyktadu. W tym kontekscie sieci rekurencyjne nazywane sa
sieciami Hopfielda, ktory jako pierwszy w cytowanej juz wyzej pracy [19] opisal takie zasto-
sowania. Interesujace jest pytanie o maksymalna pojemno$é pamieciowa sieci (maksymalna
ilo$¢ wzorcow ktore sieé¢ potrafi efektywnie zapamietaé, a nastepnie poprawnie odtworzy¢),

a takze o zjawiska ktére mogg sie pojawié¢ przy ewentualnym przeuczeniu. W dalsze]j czesci
tego rozdziatu bedziemy zakltadac:

e Badana sie¢ sklada si¢ z N neuronéw, gdzie N jest w miare duZeﬁ
e Mamy danych P wzorcéw losowych niezaleznych i nieobciazonych (E(&;) = 0)

" = {3, i=1..N
e Definiujemy stopien zgodnoséci M*(7) stanu & ze wzorcem I#

M) = 3 Yot = (@)

4Pamieé¢ asocjacyjna (skojarzeniowa) - uktad, ktéry pobudzony pewnymi danymi zwraca skojarzone z nimi
inne dane. Czesto méwi sie tez o pamieci adresowanej danymi.
5Tak duze, zeby przyzwoicie dziatalo centralne twierdzenie graniczne.
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e Definiujemy funkcje energetyczna (z dokladnoscia do stalej) jako $redniokwadratowy
btad odtworzenia wzorcow:

E(7) = —%NZ (MM(?))2

e Obserwujemy symetryczng degeneracje sieci ktéra powoduje, ze w obliczu braku pola
zewnetrznego stan o zachowuje sie identycznie jak —a

e Ustalamy wagi dopasowujac je do postaci funkcji energetycznej jak nastepuje
_ -1 1
E(@) = ﬁZZaiéf%ﬁj - §P =
B4

= S et =
Bood,g

-1
T Ty 2,919
Z?]
stad wagi w; ; zadaja si¢ wzorem
1 et
Wi,j = N Z fz fj (2.1)
o

Wagi ustalone w ten sposéb nawiazuja do reguty Hebba zapoponowanej w [16] polega-
jacej na wzmacnianiu polaczen miedzy neuronami o takich samych stanach.

Nasza analize pojemnosci pamieciowych sieci Hopﬁeldaﬁ rozpoczniemy od zbadania stabilno-
$ci pojedynczego wzorca. Niech stan sieci ¢ = I#°. Pokazemy ze stan 1#0 jest punktem stalym
dynamiki asynchronicznej. Wybierzmy neuron i. Pole lokalne dla tego neuronu rozpisuje sie
jako:

¥i(o) = Zwi’jaj = Z (]if Zgﬁfﬁ‘) oj =

J 17
= M@
o
Ostatecznie, gdy @ = "9 pole ma postaé
Bi(10) = €0 + Y MHI)E
0

Dwa czynniki w powyzszej sumie okredla sie jako impuls (/) 1 szum (2 itmo M (TH0)EE)
Zatem wzorzec [H0 jest stabilny w ¢ o ile znak pola lokalnego pokrywa sie ze znakiem wzorca,
co po rozwazeniu dwoch przypadkéw implikuje

gLy M)l | > -1

BF 1o

6Jest to dos¢ klasyczne rozumowanie opisane po czesci juz w oryginalnej pracy [I9] Hopfielda.
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Jednym z naszych zalozen bylo, iz wzorce sa wylosowane niezaleznie, (¢ = +1 z praw-

dopodobienstwem p = % oraz £ = —1 z prawdopodobiefistwem p = %) Poniewaz N jest

odpowiednio duze zatem

M (I#0) ~ N (0, ;])

oraz konsekwentnie o1
Z M (T#0) & ~ N (0’ ];>
HF 10

7 czego daje si¢ wywnioskowaé, ze musi zachodzi¢ P < N + 1 aby szum nie stanowit groznej
konkurencji dla czynnika impulsowego. Rozwazmy teraz mozliwoéci usuwania zaburzen przez
sie¢ Hopfielda. Niech I oznacza wzorzec I*° zaburzony w R miejscach.Wiadomo, ze

£i(@) =) M*(@)¢!
I

oraz
¥ (IM0) = Z M (IH0) €1 4 HOMMo (TH0) =
HF L0
= Z M (I0) ¢ + ¢h .1
HF Lo
zatem

zil) = > me (1) et + glomo (1) =

BF 1o
A 2R
= > (D) el e (1 - )
N
HF o
przy czym (centralne twierdzenie graniczne)
> e (1) & ~ N(0,0)
KF 10

Niech a = % oraz a << 1. Wtedy prawdopodobienstwo ze i-ty neuron zostanie poprawnie

odtworzony, po przyblizeniu przez centralne twierdzenie graniczne, wynosi

P({N(o,awg‘o <1—2]ff>]§;‘0 >0> =

:P(/\/’(O,a)<1—2jf;> =

_ 2R
=P N | =
Va
Prawdopodobienstwo tego, ze stany wszystkich neuronéw zostang poprawnie odtworzone

mozna oszacowaé jako
-2\ \"
1-9 N
Va
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co po zastosowaniu przyblizenia pierwszego rzedu mozna oszacowaé przez

Y e
Va

W dalszych rozwazaniach bedziemy korzysta¢ z nastepujacego przyblizenia

1 g2 1 2
®(z) = \/27r/ ¢ Tds~ \V2Tx )

_
[ 2
Oszacowanie to jest poprawne ze wzgledu na warto$é¢ granicy

2
1 foo —s
— e 2ds
. A/ 2m JT
e
e

=1

2nx

Przyjmijmy teraz, ze dopuszczamy prawdopodobienstwo bledu na poziomie §. Wtedy

§ >N (1 — 215) ~
Ja
SOy
v bt )
N N\/&e((lﬁ)Q)
V21

z czego po dalszych przeksztalceniach otrzymujemy

ln<5\/§)>—(_2]?)2

Nva 20
2o1n (5]\\7/\27%) > — (1 - 2]\};>2

2o (M) - (128’

(128’

™ 2log(N)

stad

Po wzieciu pod uwage faktu, ze przestrzen fazowa stanéw sieci Hopfielda jest symetryczna ze
wzgledu na branie negatywu stanu, otrzymany wynik trzeba podzieli¢ przez 2, co ostatecznie

daje
(1-39)°
4log(N)
z czego wnioskujemy, ze
(1-3)°
P~N~—+~
4log(N)
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Poniewaz R jest z zalozenia znacznie mniejsze niz N, zatem

N
4log(N)

Jest to dos$¢ zgrubne (jednak nadal przyzwoite) oszacowanie pojemnosci pamigciowej dla N
neuronowej sieci Hopfielda. Na tej podstawie pewnych innych oszacowan (formalnie majacych
status hipotez) oraz wynikéw eksperymentalnych [2I] mozna okreslié pojemnos$é pamieciowa
sieci przy N — oo na a = 0,138 (oznacza to, ze limy_ o maXTNP ~ 0,138). Przy wiekszym
nasyceniu wzorcami wystepuje zjawisko zwane katastrofq zapominania. Zjawisko to polega na
tym, ze sie¢ nagle przestaje pamietaé praktycznie wszystkie zapamietane wczeéniej wzorce,
przestaja one by¢ punktami stabilno$ci dynamiki, dominujaca role zaczynaja natomiast
odgrywac atraktory pasozytnicze. Siec po przekroczeniu granicy pojemnosci staje sie zupelnie
bezuzyteczna.

P

2.3. Przyklady problemoéw przetlumaczonych na jezyk sieci
rekurencyjnych

Jak sie okazuje, sieci rekurencyjne mozna traktowaé jako uniwersalne narzedzie obliczeniowe,
ktére przy pomocy odpowiedniego kodowania i odpowiedniego dobrania funkcji energetycznej
moze rozwiazywaé réznorodne problemy informatyczne. Pewna cechg wspoélng przedstawio-
nych ponizej przyktadéow probleméw rozwiazywanych przez sie¢ rekurencyjne jest rozdzial
funkcji energetycznej na dwa czlony:

e E,4 - energia ograniczen - czion, ktéry minimalizuje si¢ jesli stan sieci odpowiada
dopuszczalnemu rozwigzaniu problemu, osiaga duza wartosé, gdy stan sieci odpowiada
niedopuszczalnemu (niepoprawnemu) rozwiazaniu problemuﬂ

e F,, - energia optymalizacji - czton odpowiadajacy rzeczywistej optymalizacji problemu.

Sie¢ w toku ewolucji powinna by¢ karana za wszelkie niepoprawne rozwiazania (wzrost energii
ograniczen), gdy juz znajdzie sie w poprawnym rozwiazaniu powinna je optymalizowaé¢ (mini-
malizacji energii optymalizacji). Przedstawione ponizej problemy sa klasycznymi przykladami
probleméw NP-zupeinych. Poniewaz wszystkie takie problemy sa ze soba réwnowazne, zatem
jedynie poprzez zmiane kodowania sie¢ rekurencyjna moze rozwigzywaé¢ dowolny problem
NP—zupelnyE]

2.3.1. Problem kolorowania grafu

Dany jest graf planarny G o N wierzchotkach. Szukamy takiego pokolorowania grafu na 4
rozne kolory, by zadne dwa sgsiednie wierzchotki nie byty tego samego koloru.

e Kodowanie - niech v; ; bedzie macierzg sgsiedztwa grafu G. Bierzemy 4 - N neuronéw
Oia, Przy czym ¢ = 1...N oraz o = 1...4. Stan neuronu definiujemy nastepujaco

Oi,a0 =

)

{1 ; jesli i-ty wierzchotek grafu ma kolor «

0 ;w przeciwnym przypadku

"Na przyktad, gdy poszukujemy najkrétszego cyklu Hamiltona, a sie¢ koduje rozwigzanie ktére rzeczywiscie
jest dosé krétkie, ale wcale nie jest cyklem!

8Sieci rekurencyjne nie sa jednak lekarstwem na wszelkie problemy obliczeniowe. W rzeczywistosci symu-
lacja rozwigzania danego problemu przez sie¢ na klasycznym komputerze zajmuje zazwyczaj znacznie wigcej
czasu niz realizacja klasycznego algorytmu (nawet brute-force) lub heurystyki. Zyski moga si¢ jednak pojawié
jesli sieci realizuje sie poprzez dedykowane réwnolegte uktady elektroniczne.
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e Energia ograniczen

2
Eogr (@) = o Z Z Cior — = (réwnosé z dokladnoscia do stalej)

EAOZ Zzazaaz,ﬂ_zaza

7 o [B#a

Zauwazmy, ze energia ograniczen rzeczywiscie minimalizuje sie doktadnie wtedy, gdy
kazdy wierzchotek grafu ma w kodowaniu neuronowym przypisany dokladnie jeden
kolor.

e Energia optymalizacji
opt —Alzzvz,j Zgzaajoa

Zauwazmy, ze energia optymalizacji osigga minimum w sytuacji w ktorej kazde dwa
polaczone ze soba wierzchotki grafu sa réznego koloru.

Ostatecznie energia konfiguracji wyraza sie nastepujaco
E@) =Y (Mbi;j(1—6a,6) + Mvij0a,8) 0ia0ip — Ao D Tia
Z‘,Oé,j,ﬁ i,a

przy czym 0;; jest standardowg delta Kroneckera natomiast A\g i A\; sa parametrami rze-
czywistymi wyznaczajacymi rownowage miedzy czlonami energetycznymiﬂ Wagi oraz pole
zewnetrzne okreslamy jak ponizej

w(iva)v(jvﬁ) 4 _2 ()\0517‘](1 - 50{, /8) + >\1Ui7j6a7ﬁ)
hi,a = >\O

2.3.2. Problem planu zajeé

Danych jest N godzin, N, nauczycieli oraz N, klas. Nauczyciel p uczy w klasie ¢ przez n, .
godzin, przy czym zakladamy ze ) np. < Np.

e Kodowanie - rozwazmy Nj, - N, - N, jednostek kodujacych plany zajec¢ nastepujaco:

1 ;jesli w godzinie h nauczyciel p uczy klase ¢
oh i
e 0 ;w przeciwnym przypadku

9Staranne dobranie tych parametréw ma kluczowe znaczenie dla dzialania sieci. Jesli bowiem energia
ograniczen bedzie miala zbyt duzy wktad, sie¢ osiagnie zadowalajace ja minimum w stanie dopuszczalnym
bez wysilania si¢ na optymalizacj¢. Jesli natomiast wklad energii ograniczen bedzie zbyt maty, sie¢ osiggnie
stan o bardzo niskiej energii optymalizacji, jednak prawdopodobnie w niedopuszczalny (jeden wierzchotek
bedzie mial przypisany wiele koloréw itp.).
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e Energia ograniczen

2
Eogr =\ Z (Z Oh,p,c — Np,c) =+
h

p?c

(S (Foe) )
(e () )

Przy tak zadanej energii ograniczeﬁm wagi i pole zewnetrzne wyrazaja sie

W(h,p,e), (W p'c) = _2)\15p,p’5c,c’(1 — (5h,h’) — 26h,h’ [AQ(SC,C’(I — (5p.p/> + A35p’p/(1 — 50,(3’)]
hhpe = —A1(1 —2N,.)

e Energia optymalizacji. Optymalizacja zadania ulozenia planu zaje¢ moze mieé¢ rézny
charakter, tutaj dla przykitadu zalozymy, ze chcielibySmy aby zajecia odbywaly sie
réwnomiernie w czasie (aby Srednia ilo$é zajeé na godzine byta w miare stata). Wpro-
wadzamy $rednia ilos¢ zajeé¢ na godzine

N =

i definiujemy energie optymalizacji jako

Eopt =X Z (Z Oh,p,c — N)
h p,c

co owocuje nastepujacymi wagami i polem zewnetrznym

W(hp.e) (k' pe) = —2M0ppr0c,er (1 — Oppr) — 20p, 11 [A20c,er (1 — Gpy) + Agppr (1 — be.er )]+
— 2X00p,1 (1 = Oe,er ) (1 = O )
hipe = =A1(1 = 2Npe) — Ao(1 — 2N)

2.3.3. Problem komiwojazera

Rozwazmy N wierzchotkowy graf pelnyE-I G z krawedziami wazonymi wagami d; ; oraz N

dni.

e Kodowanie - bierzemy N - N jednostek (neuronéw) kodujacych droge komiwojazera w
nastepujacy sposob

Oiv =

)

{1 ; i-te miasto zostalo odwiedzone w v dniu

0 ;w przeciwnym przypadku

10W przypadku problemu planu zajeé¢ juz samo znalezienie stanu dopuszczalnego jest trudnym zadaniem,
dlatego mozna rozwazaé sie¢ bez cztonu optymalizujacego.

HZalozenie petnosci grafu wydaje sie zbyt silne, jednak zawsze mozna je ostabi¢ na odpowiednich krawe-
dziach grafu pelnego wstawiajac d; ; = 0o, co symbolizuje nieobecnoé¢ tej krawedzi w wyjsciowym grafie.
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e Energia ograniczen - w tym przypadku jest do$é¢ tatwa do sformulowania. Trzeba
zadbaé¢ o to aby kazde miasto bylo odwiedzone tylko raz, oraz aby w tym samym
dniu komiwojazer nie odwiedzal dwdch miast.

Bogr =M | Y (;ai,y—1>2+§; (Ei:aw—ly

)

e Energia optymalizacji - musi byé proporcjonalna do sumarycznej dlugosci drogi (cyklu,
gdyz jak wiadomo komiwojazer musi wréci¢ do punktu wyjscia).

Eopt = X2 ) Y dijl0y, (1) + 80 (u-1)]0500
LY gp

Co w sumie daje nastepujace wagi oraz pole zewnetrzne

W), (o) = —)\1[52”'(1 — 5,/”“) + 5,/”“(1 — 5i,j)] — )\Qdi,j((sy’(u_;'_l) ok 5,/7@_1))
hi,l/ = >\1

2.4. Elementy maszyn Boltzmanna

Jak wspomniano w poprzednich rozdzialach, najwicksza przeszkoda w osigganiu przez sie-
ci Hopfielda dobrych rozwigzan probleméw jest podatnosé na popadania w minima lokalne.
Jest to istotna okolicznosé, gdyz okazuje sie, ze w skomplikowanych problemach sieé¢ praktycz-
nie zawsze konczy dziatlanie w lepszym lub gorszym minimum lokalnym. Aby temu zaradzié
trzeba wprowadzi¢ mechanizm pozwalajacy wyjs¢ z lokalnych basenéw atrakcji, co$§ co po-
zwoli sieci przeskoczy¢ pomiedzy barierami potencjatu, ale jej nie zdestabilizuje. Rozsadnym
rozwiazaniem tych problemoéw okazala sie by¢ idea tak zwanych maszyn Boltzmanna zapro-
ponowanych przez Hintona i Sejnowskiego w [I7, [I8, 2], polegajaca na dodaniu do dynamiki
sieci czynnika stochatycznegﬂ Aby uzyskaé maszyne Boltzmanna wystarczy dodaé¢ do dy-
namiki sieci Hopfielda zasade, iz w sytuacji, gdy spin neuronu zgadza sie ze znakiem pola
lokalnego, to z prawdopodobiefistwem e~ 287l zaburzamy stan tego neuronu nadajac mu znak
przeciwnyEL W przypadku, gdy znak jest przeciwny zamieniamy odpowiednio stan neuronu
jak w zwyczajnej dynamice. PdZniej umotywujemy, ze taki zabieg istotnie powoduje zada-
nie na przestrzeni stanéw odpowiedniego rozkladu prawdopodobienstwa. Fakt, ze wybrano
rozktad taki a nie inny takze bedzie szerzej skomentowany w nastepnych rozdziatach, jed-
nak warto tu wprowadzi¢ kilka wstepnych poj@@ Po pierwsze trzeba sobie zdaé¢ sprawe z
tego, jakie konsekwencje niesie ze sobg dodanie czynnika losowego w ewolucji sieci. Tracimy
mianowicie kilka uzytecznych pojeé¢ takich jak deterministyczna trajektoria w przestrzeni fa-
zowej oraz atraktor (stan sieci zaburzany losowo nie utrzyma si¢ dlugo w zadnym punkcie
lub stabilnej petli, dlatego pojecie atraktora traci sens). Role punktéw niezmienniczych ze
wzgledu na dynamike przejmuja rozklady probabilistyczne (tak zwane rozklady réwnowa-
gowe, lub Stacjonarneifb. Znajomos¢ rozkladu stacjonarnego a takze rozpoznanie czy stany

127adajacego na przestrzeni stanéw rozktad probabilistyczny zwany w fizyce rozktadem Boltzmanna, stad
nazwa maszyn.

137naczenie czynnika B bedzie opisane nizej, na tym etapie wystarczy mysleé o nim jako o pewnym
parametrze.

MW sposéb byé moze nieco mniej formalny, jednak formalizm fizyki statystycznej jest na tym etapie
rozwazan nieco zbyt rozbudowany, przez co moze zaciemniaé¢ pewne aspekty rozwazanych pojec.

15W tym kontekscie (uktadéw termodynamicznych) wyréznia sie pewna szczegdlng klase takich rozkladow,
tak zwanych miar Gibbsa.
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ukladu sg rzeczywiscie z takiego rozkladu losowane, staje sie kluczowe w analizie badanych
systemow. W przeciwienstwie do sieci deterministycznych w ktorych mogto istnie¢ wiele ak-
traktoréw dynamiki, w przypadku maszyn Boltzmanna dla zadanej sieci oraz Sredniej energii
stanuEl, istnieje dokladnie jeden rozklad prawdopodobienstwa réwnowagowy, niezmienniczy
na odpowiednia dynamike Glaubera, ktory minimalizuje entropie wzgledng wzgledem rozkta-
du jednostajnego na przestrzeni fazowej. Rozklad taki nazywamy miarag Gibbsa. Wymaganie
utrzymania Sredniej energii na zadanym poziomie skutkuje tym, ze pojawia si¢ dodatkowy
parametr ((3) zwany dalej temperatura odwrotna (natomiast T = % bedziemy konsekwentnie
nazywaé temperatura). Temperatura okazuje sie by¢ parametrem mierzacym w pewnym sen-
sie losowo$¢ uktadu - w najwiekszym skrécie - gdy temperatura (T' = %) jest wysoka (duza
losowos$¢), uklad losuje stany ktorych energia $rednia (liczona po ewolucji, lub po realizacjach
uktadu - wlasnosé ergodycznosci) jest wysoka. Gdy temperatura jest niska (losowo$é¢ mala)
uktad losuje stany ktorych energia érednia jest odpowiednio nizsza. Zalezno$é pomiedzy tem-
peraturg a energig nie jest jednak zupelnie prosta ze wzgledu na pojawiajacy sie czynnik
entropiiE Najwazniejszym elementem, ktory powoduje, ze maszyny Boltzmanna sa uzytecz-
ne jest pewna wlasnosé stacjonarnych miar Gibbsa (przy temperaturze zbiegajacej do zera)
- rozklady te degeneruja sie w taki sposéb, ze caly swoja mase skupiaja w punkcie bedacym
globalnym minimum funkcji energetycznej (rysunek . Ta okolicznosé powoduje, ze pro-
cedura (zwana symulowanym wyzarzaniem) polegajaca na symulowanym przechodzeniu do
zerowej temperatury (trzymajac sie rozkladu stacjonarnego) z prawdopodobienstwem jeden
trafia w minimum globalnﬁ Dowdéd tego faktu jest zaskakujaco prosty dlatego przytoczymy
go razem z nastepujacym twierdzenienﬁ

Twierdzenie 2.4.0.1 Niech S bedzie skonczong przestrzenig standow, f : S — R funkcjg
rzeczywistq ograniczong o wartosciach nieujemnych na tej przestrzeni (zatem posiadajgcg
minimum i maximum). Niech T > 0 oznacza temperature natomiast o(T') oznacza prawdo-
podobienstwo tego, ze element y wylosowany z rozkladu

GO ==
dres€ T
spelnia
y = min f ()
geS
Wtedy
lim o(T) =1
T—0

Dowdéd 2.4.0.2 Niecho; € S ; | = 1...L bedg minimalizatorami f oraz f(a;) = a. Niech b
bedzie wartosciq drugiego w kolejnosci najlepszego minimum lokalnego. Element taki istnieje
bo zbior S jest skonczony, chyba Ze funkcja f jest stata, wtedy jednak dowdd staje sie trywialny.
f(@)

min
'eS\{7; ; I=1...L}

167adajemy na rozktad ograniczenie, polegajace na tym, ze $rednie energia sieci liczona wzgledem niego ma
mie¢ z géry zadang wartosé.

17Zostanie to wyjaénione w dalszych rozdziatach.

18Ty trzeba zaznaczyé, ze dynamika przy temperaturze zbiegajacej do zera i dynamika w zerowej tempe-
raturze to zupelnie rézne rzeczy, dlatego nie da sie zastapi¢ procedury przechodzenia z temperaturg do zera,
przez wziecie od razu ukladu w zerowej temperaturze.

19 Jest to pewien przedsmak rozwazan ktére bedziemy prowadzié dalej.
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Poniewaz a < b, zatem
a—b

lime T =0
T—0
Niech k = |S| oraz oy(T) bedzie prawdopodobieristwem trafienia w l-ty minimalizator f
(l=1...L). Wtedy
L
aT) =Y ay(T)
=1
oraz
e e 7
a(T) = @ @
D zes€ T dses€ T
eT eT
- i@ = Y
L-eT +Za’e§\{al,l:1 e 7 L-eT 4+ (k—L)eT
1 1
= b T—0 7
L+ (k—L)e"T L

Poniewaz minimalizatoréw (globalnych) jest L zatem prawdopodobieristwo trafienia w dowolny
z nich wynosi 1 (cala miara rozklada sie réwnomiernie na zbiorze minimalizatorow), osta-
tecznie a(T) —p_o 1

O

Rysunek 2.2. Przyklad funkeji (energetycznej) zadanej na odcinku [0, 1] (czerwony wykres
najnizej) oraz seria gestoSci prawdopodobienstwa miar Gibbsa dla coraz wigkszych parametréw 3.
Latwo zaobserwowadé, ze miary te coraz bardziej skupiaja si¢ na minimum funkcji energetycznej.

Zrodto: Opracowanie wlasne

Dowdd ten jest dosé elegancki i nie wymaga zaawansowanych pojeé (dlatego zostal przytoczo-
ny w tym miejscu), jednak jego konsekwencje sa znaczace, implikuje bowiem, ze symulowane
wyzarzanie efektywnie przeszukuje przestrzen standéw i w granicy prowadzi do rozwigzania
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optymalnegﬂ Aby jednak glebiej przeanalizowaé wlasciwodci stochastycznych ukladow spi-
nowych (maszyn Boltzmanna) potrzebne sg bardziej zaawansowane narzedzia matematyczne,
tancuchy Markowa oraz jezyk fizyki statystycznej i termodynamiki.

20Trzeba tu zaznaczyé, ze symulowane wyzarzanie nie jest trywialna metoda optymalizacji globalnej i
wymaga ostrozno$ci. Nie mozna zbyt szybko przej$¢ z temperatura odwrotng 8 do co, trzeba bowiem mieé
pewno$é osiagniecia rozktadu stacjonarnego przy danej temperaturze (co w ogélnosci nie jest trywialne).
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ROZDZIAL 3

Lancuchy Markowa

3.1. Definicja i wlasnosci tancuchéw Markowa

Jak okaze sie nieco dalej, maszyna Boltzmanna realizuje pewien specyficzny rodzaj procesu
stochastycznego zwanego laricuchem Markowa (czasem tez procesem Markowa). Lancuchy
Markowa sa istotnym komponentem znacznej wiekszosci opracowanych algorytméw stocha-
tycznych. Aby wglebié sie nieco w opisywane pojecia potrzeba jednak kilku definicji:

Definicja 3.1.0.1 Procesem stochastycznym nazywamy cigg zmiennych losowych (Xo, X1, ...).

Jak wida¢ definicja procesu stochastycznego jest niebywale prosta. Prostota ta jednak w rze-
czywistosci kryje doéé skomplikowane i bogate pojecie. Zdroworozsadkowo mozna mysle¢ o
procesie stochatycznym jako o ciggu losowan, np. rzutach moneta lub kostka. Po krotkim
zastanowieniu pojawiaja sie wlasnosci ktére proces moze posiadaé¢. Moze np. sie okazaé, ze
zmienna X, jest zalezna (lub nie) od innych zmiennych w procesie, moze sie zdarzyé ze rozkla-
dy kolejnych zmiennych beda sie zbliza¢ do pewnego rozkladu granicznego (jesli ten rozktad
graniczny bedzie mial cala mase skupiona w jednym punkcie to sam ciag (Xo, X1,...) moze
tez zbiec do deterministycznej granicy). Moze si¢ okazaé, ze od pewnego numeru rozkltad
zmiennych procesu sie nie zmienia lub zaczyna oscylowaé itd. Jak widaé jest mndstwo moz-
liwosci ktére wymagaja pewnego usystematyzowania. Ze wzgledu na bogactwo opisywanych
pojeé, zaczniemy od ograniczenia pola naszych rozwazan do szczegdlnej sytuacji:

e Niech () bedzie pewng przestrzenia probabilistyczna, zas S pewnym skonczonym zbio-
rem |S| = k. Elementy S bedziemy oznaczaé @y, | = 1...k.

e Bedziemy rozwazaé rodzine zmiennych losowych X; : Q — S, gdzie | przebiega pewien
przeliczalny zbiér indekséw (mozna przyjaé ze | € N).

Definicja 3.1.0.2 Proces stochastyczny bedziemy nazywaé tavicuchem Markowa jesli dla kaz-
dego n € N zachodzi wlasnosc

P(Xn+1 — Ej‘XU = Ojgy--- 7Xn—1 = Einflan = Ei) = P(Xn+1 = Ej|Xn = Ei)

Proces jest zatem procesem (lancuchem) Markowa jesli ma wlasnosé zapominania, to znaczy
to jak bedzie wygladal nastepny element tancucha zalezy tylko i wytacznie od jego bezpo-
sredniego poprzednika (to jak bedzie wygladalo ”jutro” zalezy wylacznie od tego jak wyglada
”dzisiaj”, tak jakby catej przesztosci nie bylcﬂ).

Definicja 3.1.0.3 fancuch Markowa nazywamy jednorodnym jesli dla dowolnej pary indek-
sow i oraz j, P(Xy 41 = 7| X, = 0;) jest stale i nie zalezy od n.

Oznacza to, ze dla jednorodnych tancuchéw Markowa mozna utworzyé pojedyncza macierz
zawierajaca prawdopodobienistwa przejécia z jednego stanu do innego:

INie nalezy tego traktowaé jako ogélnej zasady rzadzacej $wiatem, a jedynie jako wlasnosé pewnego modelu
matematycznego.
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Definicja 3.1.0.4 Macierzq przejscia dla {ancucha Markowa (Xo, X1,...) nazywamy ma-
cierz P; j wymiaru k X k ktora spetnia

Pz‘,j = P(X,H_l = Ej|Xn = Ei)
Elementy P; ; macierzy przejscia nazywamy prawdopodobienstwami przejécia ze stanu o; do
Tj.
Fakt 3.1.0.1 Jesli macierz P; j jest macierzq przejscia pewnego taricucha Markowa to spetnia
nastepujgce wlasnosci:

o

Y Py=1;ie{l,... k}
j=1

Uzyteczne bedzie takze odnotowanie pewnego istotnego faktu:

Fakt 3.1.0.2 Skoro istnieje dla danego procesu jednoznacznie wyznaczona macierz przejscia,
to mozemy skonstruowadé réwniez graf G = (V, E), ktdrego zbiorem wierzcholkéw bedzie zbior
stanow V. =S, zas zbiorem krawedzi E = {(7;,5;) ; Pi; > 0}. Krawedziom tego grafu
mozemy tez od razu przyporzgdkowacé wagi w;; = P ;. Graf ten bedziemy nazywaé grafem
stanow {ancucha Markowa.

Definicja 3.1.0.5 Stanem poczgtkowym {arncucha (procesu) Markowa oznaczamy pewien wy-
brany stan @ € S od ktdrego rozpoczynamy ewolucje (moze on byé wybrany losowo).

Zbiér stanéw w tancuchu Markowa rozklada sie na dwie podstawowe klasy:

Definicja 3.1.0.6 Stan 7 nazywamy przechodnim jesli po jednokrotnym trafieniu weri, moz-
na juz nigdy do niego wiecej nie wrocic, tzn.

P(Xs wraca do & nieskoriczenie wiele razy| Xy =) =0

Definicja 3.1.0.7 Stan ¢ nazywamy rekurencyjnym jesli prawdopodobienstwo powrotu do
niego wynost 1, tzn
P(Fst Xy =0|Xy =0) =1

Ponadto, gdy stan jest rekurencyjny, moze mie¢ pewna dodatkowa wlasnosé:

Definicja 3.1.0.8 Stan & nazywamy absorbujacym jesli prawdopodobieristwo wyjécia z niego
wynosi 0, innymi stowy
P(Xpt1=0|P,=0) =1

Warto tu odnotowad, ze kazda grupa stanéw rekurencyjnych jest atraktorem ukladu (atrakto-
rem w sensie probabilistycznym, to znaczy po jednokrotnym wejsciu do takiej grupy tancuch
z prawdopodobiefistwem jeden sie w niej utrzyma).

Definicja 3.1.0.9 Klasg rekurencyjna nazywamy maksymalny zbior stanow rekurencyjnych
takich, Ze z kazdego do kazdego mozina przej$é z niezerowym prawdopodobienstwem.

Klasy rekurencyjne (jesli istnieje ich wiecej niz jedna) sa zawsze rozltaczne, co wynika z:

Fakt 3.1.0.3 Jesli dwie klasy rekurencyjne posiadajq niezerowy przekrdj to sq rowne.
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Rysunek 3.1. Przykladowy lancuch Markowa zawierajacy trzy stany przechodnie (niebieskie) dwa
stany absorbujace (czerwone) i trzy stany tworzace klase rekurencyjna (zielone). Etykiety na
krawedziach oznaczaja prawdopodobienstwa przejéé¢ ze stanu w ktérym krawedz sie rozpoczyna do
stanu gdzie krawedz sie¢ konczy.

Zrédio: Opracowanie wlasne

3.2. Rozklady stacjonarne

Rozwazmy (podobnie jak w poprzednim rozdziale) taficuch Markowa nad pewna skonczona
przestrzenig stanéw S z macierzg przejscia F; ;.

Fakt 3.2.0.4 Element P"; okreslony

Pi= > PPy P_;=I[P

11,8250 0ytn—1

jest prawdopodobieristwem przejscia ze stanu &; do o; wn krokach. [P]"

macierzy P.

oznacza n-tqg potege

Po matu ujawnia sie wspomniana wczesniej elegancja i sita opisu tancuchéw Markowa, ktéry
sprowadza si¢ do rachunku macierzowego (na pewnej podklasie zbioru macierzy kwadrato-
wych - macierzy stochatycznych).

Definicja 3.2.0.10 Rozkladem stacjonarnym laricucha Markowa nazywamy migre probabi-
listyczng ¢ = (q1, - - -, qx) na przestrzeni standw S takq, Ze jesli zostanie zadana jako rozklad
pierwszego elementu tancucha Xg powtorzy sie jako rozkiad drugiego elementu Xi.

Rozklad stacjonarny jest zatem rozktadem niezmienniczym na ewolucje tanicucha. Biorac pod
uwage powyzszg definicje oraz podstawowa wlasnosé tancuchéw Markowa, mozna dopowie-
dzieé, ze jesli rozklad q zostanie zadany na Xy to powtoérzy sie na X, dla dowolnego n € N. W
dalszych rozwazaniach spojrzymy na graf stanéw tancucha Markowa jak na sie¢ przeptywowa.:
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Definicja 3.2.0.11 Niech t; j = ¢;P; j. Wyrazenie
>t
i#j
bedziemy nazywaé doplywem do wierzchotka i, zas
> ti
i#]
odptywem z wierzcholka 1.

Twierdzenie 3.2.0.3 Rozklad q jest stacjonarny, gdy dla kazdego i
D tig =Dt
i#j i#]

(doplyw i odplyw z kazdego wierzcholka sq réwne)

Odnotujmy nastepujacy

Fakt 3.2.0.5 Po odwrdceniu kolejnosci (kierunku biegu “czasu”) w laricuchu Markowa do-
stajemy takze lancuch Markowa. Niech

]P)(XnJrl = Ej|Xn = 51) = Pi,j

oraz q bedzie rozkladem stacjonarnym. Wtedy ze wzoru Bayesa

P(X, =5, -
Ko Z75) p(Xp1 =01l X0 = 7) = &

P(X, = 7;|Xps1 = 71) = —~n =93 4
(X X 2 P(Xpt1 =04) qi

Py
Definicja 3.2.0.12 Larnicuch Markowa nazywamy odwracalnym jesli istnieje rozkiad poczqt-
kowy q przy ktorym

P<Xn+1 = Ej’Xn = Ei) = ]P’(Xn = Ej‘Xn—&-l = Ei)

co jest rownowazne z
Gl = 4jPji

Powyzsze rownanie nosi nazwe réwnania doktadnego bilansu.

Rozwazajac tancuch Markowa jako sie¢ przeplywowa mozemy wyobrazié¢ sobie odwracalnosé
jako sytuacje w ktorej po tej samej krawedzi doktadnie tyle samo prawdopodobienstwa wpty-
wa do kazdego wierzchotka co wyptywa. Jest to silna wlasno$é, o czym $wiadczy twierdzenie:

Twierdzenie 3.2.0.4 Jesli rozklad q laricucha (Xo, X1,...) jest rozkladem dla ktérego spel-
nione sqg rownania doktadnego bilansu, to jest tez rozkladem stacjonarnym.

Dowéd 3.2.0.5 Wystarczy sprawdzié, Ze dla kazdego j

k
4 = Z i P j
i=1
Jednak

k k k
G=0GY Pui=>Y ¢Pi=Y 6Py,
=1 =1 =1
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Definicja 3.2.0.13 ZLarnicuch Markowa nazywamy nieprzywiedlnym jesli posiada jedng klase
rekurencyjng.

Definicja 3.2.0.14 Dla stanu &; okreslamy okres stanu J;
0; = inf{n > 0, (Pn)w > 0}

Definicja 3.2.0.15 Okresem tancucha nazywamy najwiekszy wspolny dzielnik okresow wszyst-
kich stanow. Lancuch nazwiemy aperiodycznym jesli jego okres wynosi 1.

Twierdzenie 3.2.0.6 Niech laricuch (Xo, X1,...) bedzie nieprzywiedlny oraz aperiodyczny.
Wiedy istnieje dokiadnie jeden stan stacjonarny i tancuch do miego zbiega przy dowolnym
stanie poczgtkowym.

Wyczerpujacy dowdd tego twierdzenia znajduje sie w [14]. Nie jest przesadnie trudny, jednak
dos¢ dtugi.

Twierdzenie 3.2.0.7 Niech (Xo, X1,...) bedzie laricuchem Markowa ze stanem stacjonar-
nym q © macierzq przejscia P. Wtedy prawdziwe sq nastepujgce stwierdzenia:

1. q jest wektorem wlasnym P o wartosci wlasnej 1.

2. Przy zalozZeniu nieprzywiedlosci i aperiodycznosci q jest jedynym wektorem wlasnym o
warto$ct wlasnej 1.

3. Promien spektralny macierzy P rowna sie 1.

Dowédd 3.2.0.8 Prezentujemy tu jedynie zarysy dowodow:
1. qP = q z definicji rozkladu stacjonarnego.

2. Poprzednie twierdzenie pokazuje, iz aperiodycznosé i nieprzywiedlo$é implikuje istnienie
dokladnie jednego rozkladu stacjonarnego q. Gdyby macierz P posiadata inny wektor
wlasny q1 dla wartosci wlasnej 1, to wszystkie wspdlrzedne w jego cze$ci rzeczywistej 4
wszystkie wspdlrzedne w jego czeSci urojonej musialyby bycé tego samego znaku (zobacz
arqumentacja ponizej), zatem stosowna normalizacja q1 bylaby rozkladem stacjonarnym
dla rozwazanego tancucha. Tym samym q1 musi byc zespolong wielokrotnoscig q, co
nalezato wykazad.

3. Po pierwsze zauwazmy, Ze macierz stochastyczna P ma wartosci rzeczywiste. Oznacza
to, Ze jesli zadziatamy nig na wektor zespolony, to moina osobno rozwazacé wyniki

dzialania P na warto$ciach rzeczywistych i urojonych tego wektora. Niech © = [z1 +
i1, Ta+iya, . . ., eN+iyn] bedzie wektorem zespolonym. Niech M (x) oznacza nastepujgce
wyrazenie

N
M(z) = |a; + iy;|
j=1
oraz

N
M¥(2) = |
j=1
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1 odpowiednio
N
Z 191

Wtedy M® (2 P) < M®(z). Mamy bowiem:

N
ZP k,jTj

k=1

P-3

J=1

N N N N N
ZZ Pr,jTj| = ZZ kgl Tj| = Z |25 Zp’w Z |25
j=1k=1 j=1k=1 j=1 j=1

Analogicznie MS(xP) < M3 (z). Zaldimy teraz, ze istnieje taka zespolona wartosé wila-
sna A macierzy P, zZe |[\| > 1. Niech x bedzie jej wektorem wilasnym. Wtedy oczywiscie
mamy:

lim |[zP"| = lim |[A\"z| = lim |z,| = o
n—oo n—oo n—oo

z czego wynika, Ze

lim M(zy,) = hm Z \x + iy§n)| =00
To z kolei implikuje, Ze
lim M%(z,) = 0o

n—oo

lub

lim MS(z,) = oo
n—oo

Co stoi w sprzecznosci z faktem M%(xP) < M®(x) i MS(xP) < M3(z). Nie moze byé
zatem wartosci wlasnej A takiej, Ze |\| > 1

0

Definicja 3.2.0.16 Niech n(x) = x1n(x), przy czym przyjmujemy n(0) = 0. Niech 7,6 bedg
rozktadami probabilistycznymi na S. Okreslamy

H(f|7) = Ze ln< )Zé”<i>”

H bedziemy nazywaé entropia wzgledna rozktadu 6 wzgledem .

Twierdzenie 3.2.0.9 Niech q bedzie stanem stacjonarnym lancucha o macierzy przejscia

P. Wtedy
H(OP|q) < H(0|q)

(0 ile obie strony réownania majq sens).
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Dowéd 3.2.0.10

k k
1
H(6P|q) :qu qzejpi,j) =
i—1 '

k
= ain
=1
k k
SZ%ZLP,Z'JU (0]
i1 qi q;

= 7j=1

kok 0.
"2 yuna(y)-

i=1 j=1

:]ﬁlan (2) — H(0lg)

k
0: P :
Z 714 ‘Z’]) < (Tu korzystamy z nieréwnosci Jensena)

Pokazemy teraz, ze maszyna Boltzmanna (wstepnie opisana w [2.4]) jest laficuchem Mar-
kowa, ktory posiada stan stacjonarny. Przypomnijmy krétko rozwazany model:

e Mamy sie¢ Hopfielda o N neuronach przyjmujacych stany 1 lub —1 oraz parametr
zwany temperatura odwrotng

e Przestrzen stanéw S = 2V

e Przestrzegamy konwencji notacyjnej: o; oznacza stan neuronu o numerze ¢, zas o;
oznacza element przestrzeni S indeksowany przez . E|

e Dynamika sieci wyglada nastepujaco

— Losujemy jednostke o;

— Jesli spin o; jest niezgodny z lokalnym polem wypadkowym 3; ustawiamy go
zgodnie o; = sgn(%;).

— Jesli spin o; jest zgodny z lokalnym polem wypadkowym to z prawdopodobien-
stwem e 2%l ustawiamy mu znak przeciwny.

Twierdzenie 3.2.0.11 Dla uktadu zdefiniowanego powyzej rozktad stacjonarny ma postaé

P e~ BE®@) e~ BE(@)

=\ _ — = 3.1
SRS SOPE R i &y
Dowéd 3.2.0.12 Pokazemy nieco wiecej, mianowicie to, ze uklad spelnia réownanie doktad-
nego bilansu, a zatem laricuch jest odwracalny. Rozwazmy konfiguracje o i & réinigcee sie
jedynie na i-tym miejscu o;. Niech & bedzie zgodne w o; z polem Y; za$ @ nie. Wtedy prze-
plyw prawdopodobienstwa z & do & wynosi

2Trzeba tu uwazaé - we wszystkich rozwazaniach dotyczacych taficuchéw Markowa oznaczaliémy elementy S
przez ¢. Konsekwentnie tak bedziemy oznaczaé¢ stany uktadu, ktérych nie nalezy myli¢ ze stanem pojedynczych
neuronow.
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O ostatniej réwnosci juz wiemy, Ze jest prawdziwa (poréwnaj dowdd . Zatem dla
rozktadu spelnione sqg réwnania dokladnego bilansu, zatem rozklad ten jest stacjonarny.
Co wiecej jest to jedyny rozklad stacjonarny, gdyz tarcuch jest nieprzywiedlny EL a poniewaz
jest takze aperiodyczngﬂ to zawsze do niego zbiega.

Jedli teraz poréwnamy uzyskany wynik z twierdzeniem [2.4.0.1] uzyskujemy motywacje dla-
czego w rozdziale 2.4 wybrano taki a nie inny mechanizm stochastyczny.

3.3. Algorytm doskonaly Proppa-Wilsona

Istotnym problemem symulacji tancuchéw Markowa jest okreélenie czasu po ktérym zbiega on
do rozkladu stacjonarnego. W duzej iloéci zastosowan symuluje sie tancuch przez dostatecznie
dlugi okres czasu (odpowiednia ilosé¢ przej$¢ standéw) w nadziei, ze wystarczy to do osiagniecia
rozktadu bliskiego stacjonarnemu. W ogoélnosci jednak moze to trwaé bardzo dtugo z powodu
olbrzymiej przestrzeni konfiguracji. Proste symulowanie niestety nie przekazuje nam zadnej
informacji kiedy nastgpito zblizenie do rozkladu stacjonarnego, nie daje to warunku stopu
ani gwarancji poprawnosci uzyskanej probki. Rozwiazanie tego problemu zaproponowali J.
Propp i D. Wilson w [32]. Algorytm ich autorstwa w swojej pierwotnej wersji prezentuje
dos¢ ciekawe podejscie polegajace na tym, ze nie symulujemy ewolucji tancucha w przysztosé,
zamiast tego zaczynamy od pewnego punktu w przeszloéci i symulujemy tancuch do punktu
t = 0, badajac przy okazji czy zachodzi w nim pewna wlasnosé (o ktérej za chwile). Zanim
jednak zaczniemy dokltadniej opisywac algorytm Proppa-Wilsona, musimy zaczaé¢ od pewnych
wstepnych definicji:

Definicja 3.3.0.17 Niech 7; bedzie stanem tancucha Markowa, z ktérego do innych mozna
przejsé prawdopodobieristwami P; 1, P, ..., P;j. Niech U bedzie zmienng losowq z rozkladu
jednostajnego na odcinku [0, 1]. Funkcjg przejscia dla lancucha nazywamy takq funkcje ¢ :
S x [0,1] — S, ktéra spelnia nastepujgcq zalezno$é:

Vij Ple(@,U) =75) = P

3Latwo to sprawdzié, wystarczy pokazaé, ze z kazdego do kazdego innego stanu mozna przejéé z niezerowym
prawdopodobienstwem.
4To widaé od razu, bo okres wigkszosci stanéw wynosi oczywiscie 1 (wystarczy wskazaé jeden taki stan).
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Funkcja przejécia jest zatem deterministyczng funkcja ktora przeksztalca miare jednostaj-
na na odcinku na rozktad prawdopodobienstw warunkowych w tancuchu Markowa. Pozornie
moze sie wydawad, ze taka funkcje trudno skonstruowaé, zazwyczaj jednak okazuje sie to
doé¢ proste. Zmienna U jest tutaj jedynym zrédiem losowosci. W rozwazanym wczesniej
przyktadzie maszyny Boltzmanna z U mozna uzyska¢ numer neuronu do zmiany, a nastepnie
umiejetnie odwracajac rozklad wykltadniczy dowiedzieé sie czy powinniSmy wykonywaé za-
miane spinu wbrew polu lokalnego. W praktyce programistycznej stosuje si¢ w tym miejscu
zazwyczaj dwa losowania jednak mozna pokazac, ze zawsze mozna sprawe zalatwié¢ jednym.
W tej sytuacji ewolucja tancucha Markowa jest zdeterminowana za posrednictwem funkcji
przejscia ¢ poprzez ciag zmiennych losowych Uy, Us, ... z rozkladu jednostajnego na [0, 1].
W tym momencie jesteSmy prawie gotowi do zaprezentowania algorytmu Proppa-Wilsona.
Niech Ni, Na, N3, ... bedzie Scidle rosnacym ciggiem liczb naturalnych. Niech wui,u9,us,. ..
bedzie ustalong sekwencja liczb wylosowanych niezaleznie z rozkladu jednostajnego na od-
cinku [0, 1]. Algorytm Proppa- Wilsona:

1. Ustal warto$¢ 7 :=1

2. Symuluyj ewolucje tancucha od momentu ¢t = —N; réwnolegle dla kazdego stanu & €
S wybranego jako stan poczatkowy, uzywajac sekwencji liczb upn,,un,—1,...,u1 W
mechanizmie przejécia. Jedli podczas pewnej iteracji dwie instancje tancucha trafia do
tego samego stanu, sklej je, symulujac dalej tylko jeden z nich.

3. Jesli w momencie ¢t = 0 pozostala tylko jedna instancja tancucha (reszta sie skleila) to
zakoncz prace. Uzyskany stan koficowy jest wylosowany ze stanu stacjonarnego. Jesli
pozostato wigcej tancuchéw ustal ¢ = ¢ 4 1 i przejdz do punktu 2.

O

()
o
o
®

Rysunek 3.2. Schematyczny przebieg algorytmu Proppa-Wilsona na przestrzeni fazowej o 5
stanach. W kolejnych krokach réwnolegle liczone drogi ewolucji sie sklejaja, by ostatecznie zakonczy¢
sie w jednym stanie. Stan ten zgodnie z istota algorytmu jest wylosowany z rozkladu stacjonarnego.

Zrédlo: Opracowanie wlasne

Algorytm jest bardzo prosty w sformutowaniu, trzeba jednak nadmienié¢ tutaj o kilka spra-
wach:

e Na poczatku symulacji mamy startowaé z kazdego ¢ € S. Warunek ten oczywiscie
w wiekszosci przypadkéw nie moze byé spelniony ze wzgledu na rozmiar przestrzeni
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konfiguracji S. W praktyce mozna stosowaé pewna probke stanéw jednostajne wybrana
po przestrzeni S, algorytm jednak w tym momencie staje sie algorytmem przyblizonym.

e Sekwencja uy,ug, ... musi by¢ pamietana w czasie wykonywania algorytmu. Moze by¢ to
klopotliwe, gdy ilo$¢ pamietanych liczb zacznie przekraczaé¢ dostepna pami@c'ﬁ W prak-
tyce czesto pamieta sie tylko ziarna (zalgzki - seeds) generatora pseudolosowego, ktéry
po zainicjowaniu odpowiednim ziarnem generuje ustalong sekwencje liczb. Praktyka ta
jednak z wielu powodow nie jest polecana, ze wzgledu na niedoskonatosci generatoréw
pseudolosowychlﬂ

e Algorytm P-W jest bardzo przyjemny do uréwnoleglenia - kazda maszyna kompute-
ra réwnoleglego moze niezaleznie symulowaé jeden z tancuchéw. Komunikacja miedzy
procesorami nie jest duza - sprowadza sie do rozpropagowania sekwencji liczb losowych
(w przypadku kazdego lancucha musi byé¢ uzyta ta sama sekwencja) oraz uzgodnienia
raz na pewien czas ktore z symulowanych tancuchéw trzeba sklei¢. Majac zatem kom-
puter réwnolegly z N procesorami bardzo tatwo mozna zaimplementowaé przyblizony
algorytm P-W startujacy z N losowo wybranych stanéw poczatkowych.

W pewnych szczegdlnych przypadkach algorytm P — W moze mie¢ bardzo elegancks forme:
jesli na przestrzeni standéw S daje si¢ zdefiniowaé¢ odpowiedni porzadek cze$ciowy, wystarczy
symulowaé tylko dwa lancuchy zaczynajace sie w skrajnych punktach S wzgledem tego
porzadku. Podamy tutaj definicje w do$¢ szczegdlowy sposdéb odnoszaca sie do ukladow
spinowych (w ogélnosci zagadnienie jest nieco bardziej skomplikowane)

Brak precyzji poprzedniego zdania rozwieja nastepujace definicje:

Definicja 3.3.0.18 Rozwazmy N elementowy uklad spinowy w ktérym pojedyncze elementy
przyjmuje wartosci ze zbioru {—1,1} oraz pewng dynamike. Powiemy, Ze dynamika ta jest
monotoniczna jesli dla kaidych dwéch konfiguracji @ i 1 zachodzi:

Vesy P(o; = 1la) > P(n; = 1|7)

Jesli pokazemy, ze dynamika stochastyczna zachowuje porzadek w sensie jak powyzej (po

wspOlrzednych), to wystarczy w algorytmie P—W wybraé skrajne stany poczatkowe [—1, —1,. ..

oraz [1,1,...,1] i symulowaé do czasu sklejenia jedynie dwa lancuchy. Niestety przypadki dy-
namik monotonicznych w ogdlnosci nie sg czeste.

SW pracy [37] D. Wilson opisal pewna modyfikacje algorytmu P-W, w ktérej stosuje sie kazda liczbe losowa
tylko raz.

SWymaga to nieco szerszego komentarza - generatory losowe popadaja w cykle, ktére w codziennych za-
stosowaniach nie sga zauwazalne, jednak w symulacji algorytmem P-W (szczegélnie w dlugich sekwencjach)
mogg sie ujawni¢. Pewnym wyjsciem jest zastosowanie mechanizméw generowania liczb losowych przez jadra
systeméw Uniksowych (urzadzenie /dev/random) ktére z zalozenia ma generowaé ciagi w sposéb niedeter-
ministyczny, pobierajac jako Zrédlo losowosci szumy wystepujace w sprzecie komputerowym. Mozna takze
korzystaé z fizycznych generatoréw losowosci, lub gotowych danych losowych dostepnych w Internecie.
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ROZDZIAL 4

Aparat termodynamiki

W tym rozdziale zajmiemy si¢ pewnymi elementami aparatu matematycznego termodynami-
ki, czyli fizyki statystycznej. Na poczatek nalezy wspomnie¢ o motywacjach kryjacych sie za
checig opisywania ukladéw fizycznych za pomocy statystyki. Wyobrazmy sobie mianowicie
hipotetyczny uklad kulek ktére lataja w pewnej ograniczonej przestrzeni, odbijajacych sie
od siebie i od Scian w sposob doskonale sprzezysty. Niech pomiedzy tymi kulkami (i otocze-
niem) dziala pewne oddzialywanie (np. grawitacja). Ruch kulek w takim ukladzie opisywany
jest doktadnie poprzez réwnania ruchu Newtona, teoretycznie wiec wszelkie cechy ewolucji sa
znane. Okazuje sie jednak, ze jesli kulek bedzie duzo (zasadniczo wiecej niz dwie), to rozwia-
zanie réwnan ruchu staje sie nietrywialneﬂ (stynny problem trzech ciatl). Co wiecej, gdy kulek
bedzie bardzo duzo, uktad zacznie wykazywaé pewne cechy kolektywne, ktore nie wynikaja
w sposob prosty z réwnan ruchu (wydaje sig, ze wynikaja z samego faktu bycia ukladem
kolektywnym). Badaniem takich cech kolektywnych zajmuje sie wlasnie fizyka statystyczna.
Nalezy tu wspomnie¢ o pewnych zasadniczych réznicach w stosunku do opisu za pomoca
mechaniki klasycznej:

e Nie interesuje nas los pojedynczej czasteczki (elementu).

e Nie interesuja nas dokladne wartosci pewnych parametréw (funkcji) ukladu, a jedynie
ich wartoéci Srednie przy zadanych ograniczeniach.

e Jesli interesuja nas wartosci Srednie parametréw, to interesuja nas takze rozktady praw-
dopodobienstwa na przestrzeni fazowej uktadu (wzgledem ktérych te $rednie powstaja).

e Zakladamy, ze uktad, ktéry ma bardzo duzo stopni swobody jest dobrze przyblizany
przez model nieskoniczonyP]

Co ciekawe, czesto okazuje sig, ze rézne uktady wykazuja w pewien sposéb analogiczne cechy
kolektywne mimo, ze na poziomie molekularnym rzadza nimi zupelnie inne zasady. Mozna
zatem wnioskowaé, ze samo bycie ukltadem skladajacym sie z wielu odziatujacych ze soba
czastek skutkuje pewnymi charakterystycznymi zachowaniami, wynikajacymi z jakichs$ fun-
damentalnych zasad statystyki, ktorym przyroda jest wierna. Jest to dodatkowa motywacja,
by bada¢ uktady kolektywne, ktére nieckoniecznie maja odpowiedniki w $wiecie fizycznym.
Pewne cechy takich hipotetycznych ukladéw moga przenosié¢ si¢ na uklady rzeczywiste (ta-
kim przykladem sa na przyktad przejécia fazowe opisane dalej w tym rozdziale). Jezyk opisu
uktadéw kolektywnych (w zalozeniu elementéw dosé prostych - czasteczek, atoméw, spindéw
magnetycznych) znajduje takze zastosowanie przy opisie systeméw, w ktérych podstawowy
element moze by¢ czyms$ znacznie bardziej skomplikowanym a oddzialywania znacznie bar-
dziej wyrafinowane. Przyktadami takich elementéw podstawowych moze by¢ zbiér neuronéw

!Niemozliwe analitycznie, a i numerycznie trudne.

2To stwierdzenie to tak naprawde esencja fizyki statystycznej. Wiekszos¢é modeli termodynamicznych
formutuje si¢ w przypadkach skonczonych a nastepnie przechodzi do tak zwanej granicy termodynamicznej
(do nieskoniczonosci z rozmiarem uktadu). Wtedy pewne rzeczy opisuje sie tatwiej niz w przypadku ukladéw
skonczonych.
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(np. sie¢ Hopfielda - takie zastosowanie opisane jest w tej pracy), czy nawet zlozony orga-
nizm zywy (opis na przyklad roju pszczél, ttumu ludzi etc.). Zaczniemy jednak od pewnych
zupemie klasycznych uktadéw, na ktérych wyrosta dzisiejsza fizyka statystyczna.

4.1. Przyktady ukladéw opisywanych za pomoca fizyki
statystycznej
4.1.1. Klasyczny gaz

Niech A C R? bedzie ograniczonym podzbiorem tréjwymiarowej przestrzeni rzeczywistej o
granicach bedacych powierzchniami prawie wszedzie rézniczkowalnymi. Rozwazmy N iden-
tycznych punktéw (czastek) poruszajacych sie po A. Kazda czastka jest charakteryzowana
przez jej pozycje ¢; € A oraz predkosé v;R3. Stan ukladu jest opisywany poprzez sekwencje

((q1>vl)a (q2a U2)7 - o0 (quvN)) = (Qv V)

Jednak z pewnych przyczyn wygodniej jest uzywaé¢ pedu p = mwv niz predkosci:

((q1,p1), (g2, p2), - - -, (an,pN)) = (Q, P)

Przestrzen fazowa takiego uktadu to
Oan = (A xRN C (R3 x R})N = ROV
Energie (zwana czasem Hamiltonianem) stanu (Q, P) wyraza sie za pomoca wzoru
Hr@V) =3 S Ul )+ Y e
- = ° 1<i<j<N R i=1 e

Pierwszy czton Hamiltonianu odpowiada za energie kinetyczna, drugi za energie potencjalna
oddziatywan pomiedzy czasteczkami, trzeci za energie tak zwanego potencjatu brzegowego,
okreslajacego sposéb oddzialywania czasteczek z brzegami dziedziny A. Potencjal U spelnia
w modelu gazu klasycznego kilka rygorystycznych ograniczen:

e Zakladamy ze potencjal U ma lokalny charakter, zatem jest funkcja szybko malejaca
(mozemy zalozy¢ ze ma nosnik ograniczony).

e Przez R bedziemy oznaczan promien oddziatywan.
e Potencjal U czesto jest inwariantny na obroty, zatem U(q; — ¢;) = U(|gi — g4]) -

W praktyce fizycznej czesto korzysta sie z potencjatu Lennarda-Jonesa danego wzorem:

A B
6

U(r) =

dla pewnych parametréw A i B (zaleznych od modelu), przycietego tak aby powyzej pewnego
R przyjmowal wartos¢ 0. Dynamike uktadu opisuja réwnania ruchu Newtona:
dai _
d
dvi .
mE = ;F(q]‘ —qi) —i—Fb(qi), 1=1,2,...,N
i#]
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gdzie
F(gj —a) = =(VU)(gj — @), Fola) =—(VVi)(a)
ou ou ou
VU = — - -

0qV)’ 9¢2)7  9qB)
Réwnania ruchu wraz z zasadami odbicia od brzegéw domeny generuja ruch w przestrzeni
fazowej (rodzine przeksztalcen Qp y — Qa n). Kazdy punkt (Qo, Po) € Qan po czasie t
przechodzi po krzywej catkowej réwnan ruchu do punktu (Qy, P;). Rodzine takich przeksztal-
cen przestrzeni fazowej w siebie bedziemy nazywa¢ dynamiks i oznacza¢ S;. Dynamika ma
nastepujace wlasnosci:

e Zachowuje 6-N wymiarowa objeto$é¢ (zasada zachowania objetosci w przestrzeni fazo-

wej)
VOlﬁN(StA) = VolﬁN(A), AC QA,N

Wiladnie tutaj ujawnia si¢ wygoda zastosowania w opisie stanu pedu a nie samej predko-
Sci. Zasada ta nie byta by prawdziwa dla przestrzeni fazowej bioracej pod uwage jedynie
predkosé, zjawiska zwiazane z réznicami mas poszczegdlnych czastek powodowalyby roz-
maite deformacje objetosci. Mozna jednak zalozy¢, ze masy czastek sa wszystkie rowne
jednosci. W takim uproszczonym modelu zasada zachowania objetosci odnosi sie takze
do przestrzeni fazowej potozenia i predkosci.

e Zachowuje energie (zasada zachowania energii)
Han(5:(Qo, Vo)) = Ha,n ((Qo, Vo))
Jest zatem zasadne rozwazanie powierzchni o statej energii
UanNe={(Q,V) € QN : HAn(Q,V) = E}
ktore sa niezmiennicze ze wzgledu na dynamike

SiQANE = QA NE

4.1.2. Gaz konfiguracyjny - model matematyczny

Gaz konfiguracyjny to pewne uproszczenie modelu gazu klasycznego, w ktérym zaniedbujemy
obecnos¢ sktadowej predkosci. Interesuja nas tylko pozycje czasteczek oraz ich wzajemne
energie potencjalne. Takie uproszczenie wynika z odejscia od fizyki prawdziwych uktadow,
a skupieniu si¢ jedynie na pewnych matematycznych wtasnosciach. Stan takiego ukladu
opisywany jest ciggiem potozen:

Q=(q1,q2,--,qn), G €A, i=1.N, ACR?

zas przestrzen fazowa
AV =AxAx...x A= c RV

Energie wyliczamy analogicznie jak w przypadku modelu gazu klasycznego, omijajac czynnik
odpowiedzialny za energie kinetyczna:

N
Han@) = > Ulg—q)+ Y Vila)
i=1

1<i<j<N

W takim modelu nie ma dynamiki, nie przeszkadza to jednak w rozwazaniu powierzchni o
statej energii
W p={(Q) € QN : Han(Q) = E}
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4.1.3. Zbior spin6w magnetycznych, model Isinga

Niech A C Z? bedzie skoficzonym podzbiorem d wymiarowej kraty catkowitoliczbowej. Roz-
wazmy zbior 2, funkcji postaci
o={o(x),x € A}

ktére przyjmuja wartoéciﬁ w zbiorze {—1,1}. Przestrzen 2, jest przestrzenia fazowa systemu,
ktory fizycznie opisuje takie zjawiska jak na przyklad magnetyzm. Kazdy punkt zbioru
A odpowiada elementarnemu spinowi magnetycznemu, za$ jego warto$ciowanie funkcja o
odpowiada zwrotowi tego spinu. Podobnie jak w przypadku gazu mozemy zadaé¢ potencjat U,
ktory okresli jak poszczegdlne spiny na siebie wplywaja. Energia konfiguracji o = {o(z),z €
A} ma forme

Hy(o)= > Ulw-a)o(@)o@)-h) o, (4.1)

z,x' €N xF,z! TzEA

W najprostszym przypadku, potencjal U(s) znika dla |s| > 1, zatem spiny oddziatywuja tylko
ze swoimi najblizszymi sasiadami. Model taki nazywamy modelem Isinga. Co ciekawe model
ten zostal zaproponowany przez Wilhelma Lenza okoto roku 1920 w nadziei zrozumienia
zjawiska ferromagnetyzmu. Bylo to juz po odkryciach P. Curie ktére wskazywaly, iz zjawisko
ferromagnetyzmu znika w wysokiej temperaturze (temperatura Curie). Zjawiska te nie byly
rozumiane, Lenz zadal opisany wyzej model do analizy dla swojego doktoranta Ernsta Isinga.
Ising rozwazyl model jednowymiarowy i pokazal, ze nie wystepuja w nim przejscia fazowe,
z czego (blednie) wywnioskowal, ze model ten nie nadaje sie do opisu ferromagnetyzrmﬂ
Pézniej okazalto sie, ze przejscia fazowe wystepuja w modelu Isinga dla wymiaréow wyzszych
niz 1...

4.2. Rozklady mikrokanoniczne i kanoniczne (miary Gibbsa)

Jak juz byto wspomniane wczesniej, idea fizyki statystycznej polega na wnioskowaniu o warto-
Sciach érednich parametrow pewnych skomplikowanych uktadoéw fizycznych. Wartosci srednie
musza by¢ liczone wzgledem pewnych rozktadéw prawdopodobienstwa, stad centralnym za-
gadnieniem tej teorii jest konstrukcja i badanie wlasnoéci rozkladéw probabilistycznych na
przestrzeniach fazowych. Szczegdlne znaczenie maja w tym kontekscie rozktady inwariantne
na dynamike, gdyz w takich przypadkach moze zaj$¢ wlasnoéé ergodycznosci uk1aduﬂ ($red-
nia liczona wzgledem takiego rozkladu po przestrzeni fazowej réwna sie éredniej liczonej po
czasie na trajektorii dynamiki). Rozwazania zaczniemy od dosé elementarnej konstrukeji kon-
strukcji miary, dziedziczonej po mierze Lebesgue’a (objetosci) na przestrzeni fazowej, zwanej
czasem miarg Gelfanda-Leraya. Rozwazmy powierzchnie¢ o stalej energii 24 n,z. Definiujemy
miar¢ na podzbiorach B C Q2 n g W nastepujacy sposob

. Vol(AB
(B = Jim, FE

AB to w tym przypadku wycinek przestrzeni fazowej mieszczacy sie pomiedzy powierzchniami
QaNE a QA N E+AE, Wychodzacy prostopadle z powierzchni 25 y g. Miara ta istnieje ze
wzgledu na nastepujace

(4.2)

W pelnej ogdlnoéci moga przyjmowaé wartosci w dowolnej przestrzeni topologicznej, zbiér {—1,1} jest
jednak bardzo wygodny do analizy.

4Jest to pewna nauczka aby pochopnie nie wyciggaé daleko idacych wnioskéw. W efekcie model Isinga
odnidst potezny sukces naukowy, dobrze opisujac zjawisko ferromagnetyzmu.

5Cho¢ zdecydowanie nie musi. Generalnie jesli o jakim$ uktadzie da sie powiedzieé, ze jest ergodyczny,
to jest to powdd do radosci, ze wzgledu na arsenal twierdzen ktére w takich (i tylko takich) ukltadach sa
prawdziwe.
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Twierdzenie 4.2.0.1 Niech f(z),z € R" bedzie gladkq funkcjq o skoriczonej ilosci punktow
krytycznych (takich w ktérych f'(x) = 0). Dla dowolnej powierzchni spelniajgcej réwnanie
f(z) = E i dowolnego podzbioru tej powierzchni gmm’ca istnieje.

Dowdd tego twierdzenia mozna znalezé w literaturze [12]. Jesli teraz znormalizujemyﬁ miare
v, N,E uzyskami rozktad mikrokanoniczny na powierzchni energetycznej Qv g:

vAN,E(A)

Pmicro A —
AN E(A) A N.E(QANE)

Jak pamietamy w modelu gazu klasycznego dynamika zachowywala energie oraz objetos¢
w przestrzeni fazowej, zatem takze miary Gelfanda-Leraya i rozklad mikrokanoniczny sa
inwariantne ze wzgledu na te dynamike. Miara mikrokanoniczna posiada jednak szereg wad,
ktore powoduja, ze w ogdlnosci nie jest wygodna w uzyciu. Nie jest ona zadana na calej
przestrzeni fazowej a jedynie na $cisle wyznaczonym placie energetycznym, nie posiada
gladkiej gestosci itp. Okazuje sig, ze mozna zdefiniowaé¢ inna miare, takze inwariatna na
dynamike, jednak znacznie wygodniejsza w obliczeniach bo zadang na calej przestrzeni
fazowej i posiadajaca gladka gestosé, tak zwang miare kanoniczng Gibbsa. Aby jednak
sensownie umotywowaé jej istnienie i zrozumieé jej istote wygodnie jest postuzy¢ sie pewnym
eksperymentem myslowym:

Eksperyment mySlowy 4.2.0.1 WyobraZmy sobie przestrzen fazowq pewnego uktadu z kto-
rej losujemy stany z rozkladu jednostajnego (na calej przestrzeni). Wylosowane stany grupu-
jemy w porcje o jednakowych rozmiarach.Nastepnie wyliczamy histogram czestosci wystepo-
wania kazdego ze stanéw w rozwazanych grupkach. Histogram ten zadaje pewien empiryczny
rozktad prawdopodobienstwa, ktory jak zaraz pokazemy zbiega do pewnej miary na przestrzeni
fazowej.

Fakt 4.2.0.1 (Nieformalne sformulowanie twierdzenia Sanowa, patrz np. [11]) Niech Pe(N)
oznacza miare empiryczng rozwazang w[{.2.0.1. Wtedy zachodzi:

P(PWN) ~ P) = ¢~ NVH(P)

Prawdopodobienstwo znalezienia sie miary empirycznej w poblizu pewnego rozkiadu probabili-
stycznego P zachowuje sie jak e NUP) | gdzie H(P) = H(P|u) jest entropiq wzgledng rozkladu
P wzgledem miary jednostajnej p.

Eksperyment myS$lowy 4.2.0.2 Nawigzujgc do eksperymentu myslowego , r02-
wazmy teraz sytuacje w ktorej wybieramy tylko takie grupki standw, ktére magjg sSrednig energie
E, o reszcie zapominamy. Mozemy zalozyé, ze wylosowalismy tych grupek odpowiednio duZo.
Wtedy takie grupki rowniez zadajg pewien rozklad empiryczny, ktéry podlega prawu opisanemu

w fakcie (4.2.0.1)).

Whiosek 4.2.0.1 Uklad o $redniej energii E znajdzie sie najprawdopodobniej w stanie sta-
tystycznym P minimalizujgcym entropie wzgledng wzglgderrm rozkladu jednostajnego na prze-
strzeni fazowej, z zastrzezeniem ze [ Edp = (E)p = E.

SAby normalizacja byla mozliwa, miara na calej hiperpowierzchni energetycznej musi byé skoniczona.
Dla naszych potrzeb mozemy zalozyé, ze predkosci w uktadzie sa ograniczone, wtedy takze odpowiednia
hiperpowierzchnia jest ograniczona. W ogdlnosci mozna z takich probleméw wybrnaé takze w inny sposob,
zaktadajac ze predkosci majg rozktad Maxwella.

™ entropia wzgledna wzgledem” nie brzmi byé moze najlepiej stylistycznie, warto jednak podkreslié, ze
chodzi o entropie wzgledng ktora rézni sie od zwykle rozwazanej entropii.
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Po tych wstepnych faktach jesteémy gotowi sformutowaé¢ najwazniejsze twierdzenie:

Twierdzenie 4.2.0.2 (Zasada wariacyjna)

Vpso —In <<e—5E>u) = inf (H(P) + B(E)p)

1 minimum prawej strony jest osiggane przez miare Gibbsa

—BE(0)
Psp(o) = W#(U)

Dowéd 4.2.0.3 Dla dowolnego rozkiadu P mamy

Dalej mamy

H(P|PsE) + <—ﬁE +1In ((e—;E)u) + 6E>P —H(P|Pg) + (~In ((7F),)) =

P

—H(P|Psz) — In (<e*ﬂE>M)

Wystarczy teraz pokazaé, ze H(P|Pgg) > 0. Korzystajoc z nieréwnosci xIn(z) > x — 1 mamy

Ostatecznie wiadomo, ze H(P|Pgr) = 0 wtedy i tylko wtedy, gdy P = Pgg.

O

Twierdzenie 4.2.0.4 Dlia kazdej wartosci energii Epym < E < Epux istnieje dokladnie
jedno takie 8 = B(E), ze (E)p,, = E.

Dowéd 4.2.0.5 Twierdzenie[2.4.0.1] z rozdzialu[2.]] implikuje, ze przy 8 — oo miara Gibbsa
skupia swojg mase na minimalizatorach energii. Analogiczne rozumowanie pokazuje, zZe przy
8 — 0 miara Gibbsa skupia mase na maksymalizatorach energii. Poniewaz warto$é oczekiwa-
na energii wzgledem miary Gibbsa w sposcb ciggly zalezy od parametru B, zatem z wiasno$ci
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Darbouz dla funkcji cigglej wynika, Ze istnieje takie 3 = B(E), Ze (E)psp = E. Jedynosé 3
wymaga zavwazenia nastepujgcego faktu:

9
op
Przy zaloZeniu, Ze energia nie jest stala na calej przestrzeni fazowej (w takim wypadku

twierdzenie jest trywialne), wariancja jest Scisle wieksza od zera, zatem lewa strona
jest ujemna, zatem Srednia energia jest malejgcq funkcjg (.

<E>PBE = —VarpﬁE(E) (4.3)

0

Twierdzenie 4.2.0.6 Przy zadanej energii Sredniej miara Gibbsa minimalizuje entropie
wzgledem miary jednostajnej.

Dowédd 4.2.0.7 Wiemy juz z dowodu zasady wariacyjnej, ze miara Gibbsa minimalizuje
H(P) + B(E)p. Weimy zatem takie 3 = 3(E), ze (E)p,, = E. Mamy wtedy:

H(Psg) + B(E)psp, = inf _H(P)+ B(E)p
PE) p=F

)

H(PﬁE) b= ﬂE = inf 7H(P) -+ ,BE
P(E)p=E

=

H(Psg) = inf H(P)

P,(E)p=E

O

Miary kanoniczne Gibbsa sg z wielu przyczyn bardziej przydatne niz miary mikrokanoniczne,
posiadaja dobrze zdefiniowana gestos¢ i nie ograniczajg sie jedynie do platow energetycz-
nych. Warto tu tez dodaé, ze odpowiednia dynamika Glaubera zachowuje miare Gibbsa w
rozwazanych przez nas ukladach spinowych (twierdzenie tego dowodzi) ﬂ

4.3. Miary graniczne Gibbsa w sensie klasycznym i DLR

Jak wspommniano na poczatku tego rozdziatu, istota fizyki statystycznej jest badanie wtasnosci
uktadéw, gdy ich rozmiar zbiega do nieskoniczonosci (granicy termodynamicznej). Pojawia-
ja sie tu jednak pewne problemy: dla ukladu nieskonczonego wyrazenia na Hamiltoniany
(energie) nie sa zbiezne! Nie mozemy zatem definiowaé¢ miar probabilistycznych na przestrze-
ni fazowej nieskonczonego uktadu w sposéb opisywany do tej pory. Okazuje sie jednak, ze
mozna sobie poradzi¢ w nieco inny sposéb. Klasyczna konstrukcja polega na wzieciu do-
wolnej zmiennej lokalnej Fp na przestrzeni fazowej. Lokalno$é¢ oznacza, ze funkcja ta zalezy
jedynie od pewnego podzbioru B przestrzeni ukladuﬂ czyli Fg(o) = Fgp(c N B), o € Q4.
W przypadku modelu gazu klasycznego przejécie do granicy termodynamicznej sktada sie z
nastepujacych etapow:

8Tak naprawde dynamika gazu, jak i wiele innych przyzwoitych dynamik te miare takze zachowuje, nie
bedziemy tego jednak tutaj dowodzié.
9Przestrzeni w ktérej uktad jest okredlony, nie przestrzeni fazowe;j!
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1. Rozwazmy wstepujacy cigg podzbioréw A, / R3
AMCAyC...A,C...

taki, ze
Ua,=Rr?

2. Okreslamy sekwencje ilosci czastek w uktadzie N; w ten sposéb, ze

N;
—p
| A

(2

Ustalamy zatem graniczng gesto$é¢ czasteczek na p.

3. Jesli chcemy liczy¢ Srednie wzgledem rozktadéw mikrokanonicznych ustalamy sekwencje
wartosci energii F;
E;
| Al

— €

Wtedy dla kazdej zmiennej lokalnej istnieje granica

Jim (PR)RTE = (Fo)s

(Srednia wzgledem granicznego rozkladu mikrokanonicznego) oraz

Jlim (F)CR7E = (Fo) 2052

(Srednia wzgledem granicznego rozkladu kanonicznego). Pojawia sie pytanie czy powyzsze
srednie mogg by¢ rzeczywiscie interpretowane jako érednie wzgledem pewnych granicznych
rozktadéw prawdopodobienstwa. Okazuje sie, ze dla pewnych parametréw tak jest i rze-
czywiscie mozna pokazaé istnienie granicznego rozkladu. Klasyczna konstrukcja (opisana w
czwartym rozdziale [24]) ma jednak pewne wady. Psuje sie w pewnych wypadkach w ktérych
miara graniczna nie jest wyznaczona jednoznacznie (sytuacje w ktérej wspoélistnieje wiele
miar granicznych nazywamy przejéciem fazowym). Aby dobrze zbadaé to zjawisko (beda-
ce centralnym zagadnieniem tej pracy) bedziemy potrzebowaé innego narzedzia konstrukcji
miar granicznych, mianowicie zaproponowanych przez Dobrushina, Lanforda i Ruelle’a miar
DLR. Cala idea polega na nieco innej konstrukeji funkcji energetycznej (przez wziecie pod
wzglad ”zamrozonego” brzegu wokél domeny) i utworzenia miary warunkowej wzgledem ta-
kiej funkcji. Nastepnie przechodzi sie z rozmiarem domeny do nieskonczonosci konstruujagc
miare na sigma-algebrze zbioréw cylindrycznych (uzywajac miar zdefiniowanych na skonczo-
nych cylindrach z zadanym brzegiem). Mozna pokazaé, ze miara graniczna w takim sensie
zawsze istnieje, co wiecej, moze istnie¢ wiele takich miar. Jak pdézniej pokazemy przypadek
w ktérym istnieje wiele takich miar jest dla nas szczegdlnie interesujacy. Jesli istnieje wiecej
niz jedna miara graniczna to takze kazda wypukla kombinacja takich miar jest miarg gra-
niczna Gibbsa w sensie DLR. Dla skupienia uwagi przyjmijmy teraz, ze bedziemy rozwazac
uktad spinowy. Sformalizujmy teraz wypowiedziane wyzej twierdzenia: Rozwazmy pewien
skonczony podzbiér A C Z® oraz nastepujacy Hamiltonian:

H\(7) = > U(i,j)oio; —h Y _ o (4.4)

O'»L'EA\/U'J'EA,HO'ifo'jHSR o, €A
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Jak Widaﬂ Hamiltonian ten rézni sie od o czynniki powstajace ze spindéw o nie
nalezacych do A, a do jego uzupelnienia A’ (a wlasciwie warstwy otaczajacej A o grubosci R,
gdzie R jest promieniem oddzialywania). O ile tylko promien oddzialywania jest skonczony,
taka suma jest zawsze zbiezna. Co wiegcej, (4.4) ma mila wlasnosé iterowania: jesli A D A to

(Ha)A(@) = Hp (o)

Nastepnie konstruujemy miary na skonczonych podzbiorach A C Z¢, wzgledem takiego
nowego Hamiltonianu. Wtedy dla kazdej ustalonej konfiguracji zewnetrznej n zadanej na
uzupelnieniu kraty A€, powstaje unikatowa skonczona miara Gibbsa:

% PR INCINUID (4.5)
Zg.A

fix (on) =

Cala idea teraz polega na tym, ze rodzina miar 4} powinna byé rodzing miar warunkowych
dla pewnej miary pg. Jak sie okazuje miary u}| spelniaja wszelkie zaleznosci ktére powinny
spelnia¢ miary Warunkowdﬂ Dobrushin wpadl na pomyst aby zdefiniowaé formalne pojecie
nastepujacej postaci:

Fakt 4.3.0.2 Miara probabilistyczna pg na ({—1, 1}2° F) jest miarg Gibbsa dla Hamilto-
nianu H i temperatury odwrotnej [ wtedy i tylko wtedy, gdy jej rozklady warunkowe (ogra-
niczone do skonczonego podzbioru A kraty, przy ustalonej konfiguracji zewnetrznej) dane sq

przez ([{.5).

Oczywiscie od razu pojawiaja sie pytania:
e Czy taka miara zawsze istnieje?
e Czy jest wyznaczona jednoznacznie?

Odpowiedz na pierwsze pytanie jest pozytywna - mozna wykazaé istnienie takiej miary. Roz-
wazania do tego konieczne musza uwzgledniaé strukture topologiczna nieskonczonej prze-
strzeni produktowej (wyprodukowanej z przestrzeni wartosci przyjmowanych przez pojedyn-
czy spin). Trzeba skonstruowaé takze sigma-algebre produktowa i pokazaé, ze dla pewnych
wstepujacych ciagéw absorbujacych cala przestrzen Z¢ istnieje zawsze granica miar. Szcze-
gbly tego rozumowania mozna zobaczy¢ w [5l, B3I 24]. Odpowiedz na drugie pytanie jest
natomiast negatywna, jak zobaczymy w niskich temperaturach moze istnie¢ wiecej niz jedna
miara DLR.

4.4. Struktura zbioru miar DLR, pojecie przejscia fazowego

Struktura zbioru miar DLR jest jak sie okazuje dos$¢ bogata. Sformulujemy (bez dowodu)
kilka twierdzen. Odpowiednie dowody (nierzadko bardzo skomplikowane) mozna zalezé w
[31]. Oznaczmy przez G zbiér miar DLR. Prawdziwe sa nastepujace twierdzenia:

Twierdzenie 4.4.0.8 Zbior G jest niepusty.

Twierdzenie 4.4.0.9 Zbior G jest wypuktym i zwartym zbiorem w stabej topologii na zbiorze
miar nad {—1,1}2"

10By¢ moze nie na pierwszy rzut oka...
1Dosé tatwo to sprawdzié¢. Warto tu jednak zwrécié uwage, ze zawdzieczamy to zmodyfikowanemu pojeciu
Hamiltonianu.
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Twierdzenie 4.4.0.10 Ekstremalne miary DLR G, (takie ktore nie sqg kombinacjami wypu-
klymi innych) majg wzajemnie rozlgczne nosniki.

Oznacza to, ze na kazdym zbiorze konfiguracji {} niezerowym wzgledem pewnej granicznej
miary ekstremalnej DLR, wszystkie inne graniczne miary ekstremalne DLR si¢ zeruja.

Twierdzenie 4.4.0.11 Kazdy element p € G moze byé w sposob jednoznaczny opisany jako
catka nad zbiorem G, ekstremalnych miar DLR (lub jako kombinacja wypukla, gdy Ge jest
skoriczony).

Elementy G, nazywamy czystymi fazami ("pure states” lub ”pure phases”), w przeciwienstwie
do elementéw G\ G, zwanych mieszaninami faz (fazami mieszanymi). Widaé¢ zatem, ze teoria
miar DLR jest bogata, a struktura zbioru G do$é ciekawa. Okazuje si¢, ze zbidr G ulega
degeneracji dla odpowiednio wysokiej temperatury B~

Fakt 4.4.0.3 (kryterium wysokotemperaturowe Dobrushina) Dla odpowiednio wysokiej tem-
peratury 71 istnieje dokladnie jedna miara graniczna DLR.

Doktadny opis tego bardzo eleganckiego kryterium znajduje sie w [5]. Intuicyjnie sytuacje
taka mozna sobie wyobrazié¢, gdy niezaleznie od zadanych warunkéw na brzegu dowolnego
obszaru skonczonego A, wewnatrz ukladu pojawia sie praktycznie ta sama miara. Oczywiscie
istnieja przyktady potencjaléw interakceji i ich parametrow, gdy tak nie jest, mozna jednak
zdefiniowaé dos$¢ ogdlne warunki, gdy taka sytuacja wystepuje. Jesli HB jest odpowiednio
male, to miara Gibbsa jest jedynie stabym zaburzeniem miary jednostajnej na przestrzeni
fazowej. Uklad jest zatem w stanie mocno chaotycznym (kazdy stan jest praktycznie tak samo
prawdopodobny) i warunki brzegowe nie sa w stanie w istotny sposéb wplynaé¢ na zawartosé
wnetrza A. Ciekawym faktem jest to, ze istnieje taka temperatura krytyczna ktéra oddziela
obszary gdzie moze istnieé¢ tylko jedna miara DLR od tych gdzie moze wspdlistnieé kilka.

4.5. Argument Peierlsa - przejscie fazowe w modelu Isinga

Aby w pelni nacieszy¢ sie bogactwem teorii miar DLR nalezy wskazaé sytuacje, gdy miar
granicznych jest wiecej niz jedna. Wskazanie takiej sytuacji w modelu Isinga oznaczalo w
praktyce, ze model ten dobrze opisuje zjawisko ferromagnetyzmu. Jak juz wspominalismy
Ising w swojej oryginalnej pracy rozwazyl model jednowymiarowy d = 1 w ktérym przejécie
fazowe rzeczywiscie nie wystepuje (zawsze jest jedna miara graniczna) i ekstrapolowal blednie
swoje rozumowanie na wyzsze wymiary. Okazuje si¢ jednak, ze juz w wymiarze d = 2
wystepuja dwie graniczne miary DLR w modelu Isinga, ich konstrukcja wymaga jednak nieco
pomystowosci. Pomyst zostal zaproponowany w [26] w 1936 roku, polega on na obserwacji,
ze przy duzych [ (niskiej temperaturze) miara Gibbsa w modelu Isinga powinna silnie
faworyzowaé stany o niskiej energii. Jesli pole zewnetrzne h # 0 to jest tylko jedna taka
konfiguracja o; = sign(h). W sytuacji, gdy h = 0 pojawiaja sie dwa zdegenerowane minima
dla 0; = 11 0; = —1. W tym kontekscie naturalnym wydaje si¢ scharakteryzowanie stanu
opisujac jedynie jego rozbiezno$é¢ od idealnej konfiguracji (zawierajacej same 1 lub —1). W
ten sposéb trafiamy do pojecia konturu. Rozwazmy krate dualng do Z¢ (kopie kraty Z¢
przesunieta w kazdym wymiarze o 1/2). Przez (ij)* oznaczamy d — 1 wymiarowa $ciane
rozdzielajaca punkty kraty o; oraz ;. Konturem dla konfiguracji o nazwiemy:

I'(e) = {{ij)*|oioj = -1}

Kontur jest zatem zbiorem krawedzi oddzielajagcych punkty wezlowe kraty Z¢ (spiny) o
przeciwnych znakach.
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Lemat 4.5.0.12 Niech I' bedzie konturem zdefiniowanym jaok wyzej oraz niech OI' bedzie jego
d — 2 wymiarowym brzegiem.

e OI'(7) = 0 dla kazdej konfiguracji @. T moze jednak posiadaé komponenty nieograniczo-
ne.

e Niech T' bedzie konturem takim, ze OT'(c) = (. Wtedy istniejg dokladnie dwie takie
konfiguracje & i —o dla ktorych I'(7) =T'(—o) =T.

L

Rysunek 4.1. Przykladowy wyglad fragmentu konfiguracji konturowe;j.

Zrédio: Opracowanie wlasne

Lemat 4.5.0.13 Niech A bedzie skoriczonym podzbiorem kraty Z¢. Wtedy prawdopodobien-
stwo wystgpienia w jego wnetrzu konturu I' wyraza sie nastepujgco:

" N e 28(Z er ) B e 28(Z er ) A
0= S 2B(Sher, ) ZI6) 0

Przez v oznaczmy komponenty konfiguracji konturowej I' (pojedyncze spdjne skladowe).

Dowéd 4.5.0.14 Latwo sprawdzié, ze dla pewnej konfiguracji @ wewngtrz A ktérej odpowiada
kontur I', zachodzi odpowiednioscé:

Ho(m) =2) |yl +c(A) (4.7)

vyel

Gdzie c(A) jest zalezne od iloSci wymiaréw (dla ustalonego A jest stale). Teza lematu wynika
z definicji miary warunkowej Gibbsa.
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Lemat 4.5.0.15 Niech ug bedzie miarg graniczng Gibbsa dla modelu Isinga przy braku pola
zewnetrznego (h = 0). Niech v bedzie skorniczonym elementem konturu. Wiedy:

ns(y € T(3)) < e 20! (4.8)

Dowdd 4.5.0.16 Dia kazdej konfiguracsi konturowej I' takiej, ze v € T' znajdujemy I'* =
I\{~}. Oczywiste jest, ze jesliy € I'1, v € T'g oraz 'y =15 to I'y = I'y. Wtedy z poprzedniego
lematu mamy:

P(I*) = e2NIP(T) (4.9)
Z czego wynika, ze prawdopodobienstwo wystgpienia v w pewnym I' szacuje sie nastepujgco:
P(y eT(7) = > P(I) = e 2 "PI*) < e 200 (4.10)
I'sy I'>y
O

Twierdzenie 4.5.0.17 Niech int., oznacza wnetrze elementu konturowego «y. Niech g bedzie
graniczng miarg Gibbsa dla modelu Isinga z zerowym polem zewnetrznym (h = 0). Niech
d > 2. Wtedy istnieje takie Bg < oo, Ze dla 3 > B4

1
26, (E’YEF(E):OemtV) < B (4.11)

Notacja v € I'(7) : 0 € int, oznacza, Ze istnieje element konturu, ktéry otacza punkt 0 na
kracie 7.

Dowéd 4.5.0.18 Mamy, Ze

I0%] (HVEF(E):OEintw) < Z pp(y € I'(7)) (4.12)
~v€@'(7):0€inty
Zgrubnie szacujgc ilosé konturdw v otaczajgcych 0, takich, ze |y| = k otrzymujemy:

t{y € 0(@): 0 € inty, |y| = k} < ChEY/ (@D (4.13)

Gdzie Cy jest stalg zalezng od wymiaru. Wtedy otrzymujemy:

- _1)e—k(28-1n(Cy))
I0%] (HWEF(E):OEintv) < E 4/ (d=1) ¢ (4.14)
k=2d

Biorge B odpowiednio wieksze niz %ln(Cd) otrzymujemy zZgdane oszacowanie.

O

Twierdzenie 4.5.0.19 W modelu Isinga z zerowym polem zewnetrznym (h = 0) dla odpo-
wiednio duzego (8 istniejg conajmniej dwie graniczne miary Gibbsa w sensie DLR.

Dowéd 4.5.0.20 Rozwaimy wstepujgcy i absorbujgcy cigg zbiorow A, C Z%. Rozwaimy
rodzine miar skoriczonych Gibbsa (w sensie DLR) powstalych przy zadaniu na brzegach Ay,
odpowiednio samych 1 lub —1. Nazwijmy te miary odpowiednio ,ugn i fig,- Na podstawie teorii
miar DLR wiadomo, Ze istniejg miary graniczne ,ug i g - Ale wiemy, Ze dla odpowiednio
duzego 8 mamy:

(4.15)

N | —

ME(UO =-1)< N;;r (EIWEF(E):OEintW) <

47



oraz

_ _ 1
Hg (0o=1) < Hg (B’VEF(E):OEintV) < ) (4.16)
Zatem
g # 1h (4.17)
O

A Linia wspofistnienia
B dwoch miar granicznych DLR
r - <
2 -~
Region - - Region +
A/
Temperatura
krytyczna —— _ __
____________\__\_T_\.; ____________________

Obszar pojedynczej|miary granicznej DLR

0 h

Rysunek 4.2. Diagram fazowy dla modelu Isinga

Zrédlo: Opracowanie wlasne

Twierdzenie (4.5.0.19) jest dos¢ interesujacym wynikiem, pokazuje bowiem, ze model Isinga
rzeczywiscie dobrze opisuje ferromagnetyzm. Konstrukcja tego rozumowania jest bardzo
elegancka i mozna ja uogblniaé¢ takze na inne model@

4.6. Elementy teorii Pirogova-Sinaia

Powr6émy na chwile do przejscia fazowego w modelu Isinga. Rysunek przedstawia dia-
gram fazowy dla tego modelu. Zatrzymajmy sie chwile nad nim i przypatrzmy jakie ma
wlasnosci. Pozioma o$ reprezentuje parametr pola zewnetrznego h, pionowa o$ oznacza tem-
perature odwrotng 3. W tej przestrzeni parametrow istnieje pétprosta pokrywajaca sie z osia
B, zaczynajaca sie w pewnym punkcie krytycznym, na ktérej (dla odpowiednich parametrow
(B i h) wspolistnieja dwie miary graniczne DLR. Ponizej punktu krytycznego znajduje sie
obszar, w ktorym zawsze istnieje tylko jedna miara graniczna, ze wzgledu wysoka tempera-
ture. Obszary po bokach linii wspolistnienia faz takze charakteryzuja sie tym, ze istnieje tam
tylko jedna miara graniczna DLR, jest to jednak zawsze miara zdominowana przez odpo-
wiedni znak h. Wykresliliémy zatem diagram na przestrzeni parametréw Hamiltonianu oraz
temperatury odwrotnej. Nasuwa sie pytanie, czy w bardziej skomplikowanych przypadkach

12W ogélnosci (gdy uktad moze przyjmowaé wiecej stanéw) stosuje sie kontury réznego rodzaju w zaleznosci
od tego jakie stany konfiguracji rozdzielaja. Rozumowanie podobne do tego w modelu Isinga da si¢ uogdélnié
na szersza klase modeli, co jest jednym z zagadnien teorii Pirogova-Sinaia
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mozna takie diagramy réowniez narysowaé i jakie beda mialy cechy. Zagadnienie to w rela-
tywnie niskich temperaturach rozwiazuje teoria Pirogova-Sinaia, ktérej podstawowe wnioski
tu przytoczymy[T_gL

Na wstepie musimy zauwazy¢ pewne rzeczy: naturalna przestrzenia w ktorej nalezaloby
wyrysowaé diagram fazowy jest przestrzen wszystkich Hamiltonianéw dobrych dla danego
modelu. Oczywiscie rysowanie diagramu na przestrzeni funkcyjnej nie jest najbardziej intu-
icyjne, dlatego rozwaza si¢ pewne dobre parametryzacje zbioru dopuszczalnych Hamiltonia-
néw, a nastepnie rysuje diagram fazowy w odpowiedniej przestrzeni parametréow (tak wlasnie
postapiliémy w przypadku modelu Isinga). W powyzszych rozwazaniach pojawiaja sie pew-
ne niesciste sformutowania: Co to znaczy, ze parametryzacja jest "dobra”? Co to znaczy, ze
Hamiltonian jest dopuszczalny? Aby rozwia¢ te watpliwosci potrzebujemy kilku pojec.

Definicja 4.6.0.1 Niech & bedzie konfiguracjg na Z%. & nazywamy stanem bazowym (ground
state), jesli dla dowolnej konfiguracji @' réznigceej sie od @ na skoriczonej liczbie pozycji i dla
dowolnego ograniczonego A C Z¢ obejmujgceqo wszystkie miejsca gdzie wystepujq réznice za-
chodzi:

HA(ﬁ) < HA(EI)

Stan bazowy jest zatem swego rodzaju minimum energetycznym. Powyzsza definicja (podob-
nie jak niektére inne rozwazania w tym rozdziale) nie jest zbyt $cista (posiada pewne drobne
lukflz]), doktadne rozwazania na ten temat mozna odnalezé w [35]. Jak pamietamy, Hamilto-
nian to funkcja dos¢ specyficznej postaci, w ktorej sumujemy wklady energetyczne zwigzane
z pewnymi potencjatami. W ogdlnosci mozna rozwazaé potencjaly pomiedzy dowolng iloscia
czastek, jednak w naszych rozwazaniach przyjeliSmy potencjaly zalezne jedynie od jednej
i dwoch czastek. Niech teraz Hy bedzie pewnym Hamiltonianem dla ukladu spinowego, ze
zbiorem stanéw bazowych G. Mozemy teraz rozwazy¢ perturbacje takiego Hamiltonianu dang

nastepujaco:
N

H = Hy+ Z piH;
i=1
dla pewnej rodziny parametréow pu; oraz Hamiltonianéw H;. Wprowadzmy teraz istotna
definicje:

Definicja 4.6.0.2 Niech (bi,...,b,) oznacza rodzine stanéw bazowych Hamiltonianu Hy,
oraz t, = (tu(b1),...,tu(br)), gdzie t,(by) = hu(by) — mini<m<y hy(bm) (hy oznacza spe-
cyficzng energie stanu wzgledem Hamiltonianu H,). Wtedy powiemy, Ze perturbacja H, =
Ho + Y iy piH; calkowicie rozdziela stany bazowe Hy, jesli t, odwzorowuje przestrzen para-
metrow na caty brzeg dodaniego, r-wymiarowego oktantu.

Parametry p zwyczajowo nazywa si¢ uogélnionymi polami zewnetrznymi. Zaldézmy teraz, ze
mamy system spinowy z Hamiltonianem Hy o r stanach bazowych. Wezmy teraz rodzine
sparametryzowanych Hamiltonianéw H),, gdzie perturbacja H, catkowicie rozdziela stany
bazowe Hy. Teoria Pirogova-Sinaia implikuje w takim przypadku nastepujace wnioski (dla
pewnego zakresu niskich temperatur):

e W przestrzeni parametréw p istnieje pojedynczy punkt (punkt wspélistnienia faz ), dla
ktérego w wyjsciowym uktadzie wspoélistnieje r miar granicznych DLR.

13W calej okazatodci teoria ta jest bardzo skomplikowana technicznie i jej przytoczenie daleko wykraczatoby
poza zakres tej pracy.

MDokladne definicje potrzebne do rozwazania tych pojeé¢ wychodza poza ramy tej pracy, a w tym kontekscie
nie sg niezbednie potrzebne.
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e Dla kazdego zbioru w C {1,...,7} mocy r — 1 istnieje krzywa gladka na ktorej wspél-
istnieje 7 — 1 miar granicznych DLR odpowiadajacych wybranym stanom bazowym.
Wszystkie krzywe tego typu spotykaja sie w punkcie wspoélistnienia wszystkich miar
granicznych DLR.

e W ogélnosci dla kazdego zbioru m C {1,...,7} mocy k istnieje r — k wymiarowa hiper-
powierzchnia gladka na ktorej wspoétlistnieje £ miar granicznych DLR odpowiadajacych
wybranym stanom bazowym. Powierzchnie odpowiadajace zbiorom 7 i 7’ spotykaja sie
na odpowiedniej hiperpowierzchni wyznaczajacej wspolistnienie miar dla zbioru indek-
sow m U,

Nalezy tu mocno podkresli¢, ze w ogdlnosci wyniki teorii Pirogova-Sinaia prawdziwe sg tylko w
pewnym otoczeniu zerowej temperatury i jedynie w pewnych modelach (np. w modelu Isinga)
wiadomo jak wyglada caly diagram fazowy. Mozna przypuszczaé, ze wnioski teorii Pirogova-
Sinaia sa zachowane do samej temperatury krytycznej (w ktérej wszystkie fazy zlewaja sie w
jedna), nie ma jednak formalnych dowodéw potwierdzajacych tego typu dywagacji, nie ma
takze w tej chwili istotnych kontrprzyktadéw.

50



ROZDZIAL 5

Model lokalnie Hopfieldowskiej sieci neuronowej

Centralnym zagadnieniem tej pracy, jest numeryczny eksperyment, ktéry potwierdza, ze teo-
ria Pirogova-Sinaia dobrze opisuje lokalnie Hopfieldowska sie¢ neuronowa. Wiadomo, ze teoria
ta dobrze opisuje podobne uklady gdy ich rozmiar zbiega do nieskonczonosci co jednak wcale
nie implikuje, ze w uktadach skonczonych bedzie mozna zaobserwowaé¢ jakakolwiek zgod-
noé¢ z przewidywaniami teoretycznymi. Okazuje sie, ze juz w catkiem niewielkich uktadach
pojawiaja sie regularnosci i efekty doskonale pasujace do teorii Piorogova-Sinaia.

5.1. Pojecia wstepne

Badania opisane w tej pracy, zostaly przeprowadzone na lokalnie Hopfieldowskiej sieci neu-
ronowej. Formalnie taka sie¢ mozna opisa¢ w nastepujacy sposéb:

Definicja 5.1.0.3 Sie¢ neuronowq nazwiemy lokalnie Hopfieldowskq jesli:

o [stnieje na niej lokalna struktura polgczen, to znaczy sie¢ ma w przyblizeniu strukture
kraty d wymiarowej, kazdy neuron kontaktuje sie jedynie z pewng iloSciq najblizszych
sgsiadow.

o Sie¢ uczona jest za pomocg reguly Hebba wzorcow 1 tworzy autoasocjator.

Oczywiscie z dowolnej sieci Hopfielda tatwo zrobié¢ sie¢ lokalnie Hopfieldowska poprzez zli-
kwidowanie dalekich potaczen.

Definicja 5.1.0.4 Siec lokalnie Hopfieldowskq nazwiemy jednorodng jesli struktura potgczen
lokalnych w kazdym miejscu jest taka sama.

W toku dalszych rozwazan bedziemy si¢ zajmowaé sieciami jednorodnymi w sensie jak
powyzej.

5.2. Opis modelu

W symulacjach uzyty zostal uklad skladajacy sie z siatki 250 x 250 (62500) neuronéw kaz-
dy przyjmujacy stany ze zbioru {—1,1}. Kazdy neuron jest polaczony ze swoim kolowym
otoczeniem o promieniu 4 neuronéw. Taka sie¢ uczona jest zestawu cyklicznie powtarzanych
wzorcéw 5 x 5. Kazda komorka obejmujaca 5 X 5 neurondéw odpowiadajaca podstawowemu
wzorcowi bedzie dalej okredlana komdrkg podstawowq. Diagramy uzyte w symulacji sa zapre-
zentowane na obrazku . Kazdy wzorzec wchodzi do wag sieci w parametrem «;:

N

wij = arPuli] Pilj]
k=1

przy czym

N
Zak =1
k=1
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Rysunek 5.1. Przyklady skorelowanych wzorcéw uzytych w symulacji. Najbardziej lewy (P7) jest
wzorcem silnie dominujacym (na dalszych diagramach fazowych bedzie oznaczany kolorem
czerwonym). Drugi w kolejnosci z lewej (P2, oznaczany kolorem zielonym na diagramach) jest silnie
skorelowany z pierwszym, razem tworza ”koalicje” wspomagajac sie przeciw trzeciemu wzorcowi (Ps,
oznaczany niebieskim kolorem na diagramach), ktéry ma najmniejsza korelacje z innymi. Czwarty
wzorzec (P4) ma réwniez niewielka korelacje z innymi.

Zrédlo: Opracowanie wlasne

Przypomnijmy, ze w tradycyjnej w regule Hebba wzorce wchodzily z takimi samymi wa-
gami % (gdzie N jest iloscia wzorcéw). W tradycyjnym modelu rozwazaliémy jednak wzorce
niezalezne, nieskorelowane w przeciwienstwie do badan przedstawionych w tej pracy, gdzie
wzajemne nietrywialne korelacje wzorcow sa dla nas szczegdlnie interesuj@cem. Korelacje te
(jak zobaczymy juz niedlugo) beda mialy istotny wplyw na ksztalt diagramu fazowego (jak
sie okaze dalej, zestaw parametrow « bedzie odpowiedzialny za parametryzacje Hamiltonianu,
zatem bedzie jednoznacznie determinowal faze ukladu.). Sie¢ posiada ustalony warunek brze-
gowy dany przez jeden z rozwazanych wzorcéw. Kazda symulacja sktada si¢ z nastepujacych
etapow:

e Ustalenia zestawu parametrow «;.

e Ustalenia wag sieci.

Ustalenia temperatury odwrotnej .

Ustalenia numeru wzorca wstawionego jako warunek brzegowy.

Losowego zainicjowania stanu poczatkowego sieci.

Doprowadzenia sieci do stanu przyblizonej réwnowagi termodynamicznej (rozkladu
stacjonarnego).

Po wykonaniu powyzszych etapéw mozemy stwierdzi¢, czy wzorzec jest stabilny. Przez sta-
bilno$é¢ rozumiemy sytuacje w ktorej wzorzec zadany na brzegu, zreprodukuje sie we wnetrzu
swobodnie ewoluujacej sieci (brzeg specyfikuje w pelni stan koncowy sieci). O ile teraz zgo-
dzimy siﬂ ze parametry a dobrze parametryzujg Hamiltonian, to jak pamietamy, teoria
Pirogova-Sinaia postuluje, ze caly N wymiarowy simplex o; € [0,1], >, o = 1 mozna po-
dzieli¢ na nastepujace fragmenty:

e N — 1 wymiarowe obszary w ktorych dokladnie jeden wzorzec jest stabilny.

e N — 2 wymiarowe hiperpowierzchnie na ktérych doktadnie dwa wzorce sa stabilne.

ITrzeba to mocno podkreglié - korelacje maja tu kluczowe znaczenie.
20dpowiednia motywacja znajduje sie w szczegbtach modelu.

52



e N — R wymiarowe hiperopwierzchnie na ktérych doktadnie R wzorcéw jest stabilnych.

e Pojedynczy punkt w ktérym wszystkie wzorce sa stabilne (punkt wspdlistnienia faz).
Szczegbdly modelu wypisano ponizej:

1. Dynamika: We wszystkich symulacjach uzywana byla asynchroniczna dynamika Glau-
bera.

2. Wyznaczanie stabilnych wzorcow: W chwili uzyskania przyblizonej rownowagi termo-
dynamicznej trzeba wyznaczy¢, ktory z uzytych wzorcéw najbardziej przypomina stan
sieci. W tym celu uzyta zostala procedura wyznaczajaca stopien podobienistwa stanu
sieci do kolejnych wzorcéw. Nalezy tu wspomnieé, ze w chwili gdy wzorzec P; jest stabil-
ny, takze jego negatyw wykazuje duza stabilno$é¢ (wynika to z degeneracji negatywowej
sieci Hopfielda). Metoda wyznaczania wspélczynnika podobiefistwa musi to braé¢ pod
uwage. Uznajemy bowiem, ze negatyw wzorca jest rownie dobry jak sam wzorzec - wy-
nika to z faktu, ze czesto przez dlugi czas utrzymywal sie nastepujacy stan sieci: pole
jednego z wzorcéw oraz plama jego negatywu gdzie$ we wnetrzu. Plamy takie kurcza sie
i zawsze znikaja, jednak niezwykle powoli. Aby oszczedzié¢ czas obliczen przyjmiemy, ze
stan koncowy takiej sieci jest juz catkowicie zdeterminowany - wiadomo ze plama nega-
tywu zniknie i pozostanie sam wzorzec. Dlatego procedura ustalania stabilnego wzorca
jest nieczuta na negatywy, w szczegotach wyglada ona nastepujaco:

nEEiII

Rysunek 5.2. Typowa sytuacja wystepujaca w czasie symulacji. Jeden silny wzorzec (P;) oraz
plama jego negatywu w érodku. Warto zauwazy¢, ze algorytm zliczajacy pozycje niezgodnosci w
komorkach podstawowych, zliczy jedynie pozycje w komoérkach zawierajacych zaréwno wzorzec jak i
negatyw (ktérych jest relatywnie bardzo malo), co skutkuje tym, ze parametr Do, bedzie bardzo
niewielki.

Zrédlo: Opracowanie wlasne

e Ponizsze czynnosci wykonujemy po kolei dla kazdego wzorca:
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e Dla kazdej komorki podstawowej liczona jest ilo§é¢ pozycji na ktérych nie zgadza
sie ona z aktualnie rozwazanym wzorcem.

o Jedli ilos¢ ta przekracza polowe wszystkich neurondéw komorki, oznacza to, ze jej
stan bardziej przypomina negatyw wzorca i odpowiednio liczymy pozycje niezgod-
nosci z negatywem.

o Wyliczamy wspoélczynnik niezgodnosci komorki wedtug wzorcu

# ilos¢ pozycji niezgodnosci

Dy =
kom # ilo$¢ neuronéw w komorce podstawowej
e Usredniajac Dyonm, po calej dziedzinie obliczeniowe]j uzyskujemy globalny parametr
podobienstwa D g,

e Jako najbardziej odpowiadajacy stanowi sieci uznajemy wzorzec ktérego parametr
Dgiop jest najmniejszy.

Trzeba tutaj zaznaczy, ze powyzszy sposob dziala jedynie w niskich temperaturach gdy
odtwarzane wzorce nie sg zbyt zaszumione. Poniewaz jednak celem tych badan jest
potwierdzenie zasadnosci opisu tych ukladéw za pomoca teorii Pirogova-Sinaia, wiec
rozwazane temperatury takze beda relatywnie niskie.

3. Uzyskanie rozkladu stacjonarnego: System, ktéry zawiera 62500 jednostek moze by¢
raczej uznany za duzy (chyba ze posiada sie¢ bardzo duza moc obliczeniowa), w zwiazku
z tym uzyskanie rozkladu stacjonarnego nie jest zagadnieniem trywialnym. Uzycie algo-
rytmu doskonatego Proppa-Wilsona niestety mozna wykluczy¢ - przy obecnej predkosci
komputeréw prawdopodobnie jeden przebieg tego algorytmu trwalby wiele dni (moze
nawet tygodni). Sytuacje ratuje jednak pewna okolicznosé: sie¢ do$¢ szybko osiaga stan
taki jak na rysunku , a w tym przypadku dalsza ewolucja uktadu jest juz praktycz-
nie zdeterminowana. Wiadomo, ze wszelkie plamy negatywu wzorca predzej lub pdzniej
znikna a dalsza ewolucja nie przyniesie juz nic nowego. Warto tutaj zauwazy¢, ze taka
sytuacja taka pojawia sie zarowno w przypadkach gdy stan sieci zgadza sie z warunkiem
brzegowym jak i w sytuacji gdy jest inaczej (w takim przypadku pojawia sie dodatkowo
cienka obwddka na styku rézniacych sie wzorcow). Wszystkie te zjawiska powoduja, ze
jak tylko sie¢ wytworzy pole jednego wzorca (plus plamy jego negatywu)ﬂ, juz mozemy
z bardzo duza pewnoscia przewidzie¢ jak bedzie wygladaé¢ stan stacjonarny i zatrzymaé
siec.

4. Diagram fazowy: Diagram fazowy zostal wyrysowany w przestrzeni parametrow a; . .. au,.
Aby rozwazania zawarte w tej pracy mialy sens, powyzsza parametryzacja Hamiltonia-
nu musi spetnia¢ warunki stawiane przez teorie Pirogova-Sinaia. W praktyce oznacza
to, ze odpowiednie mapowanie energii specyficznych dla stanéw bazowych (w tym przy-
padku stanéw wypelnionych wszedzie tym samym wzorcem bazowym) musi wypelniaé
odpowiedni brzeg n wymiarowego oktantu. W naszym przypadku oznacza to, ze wek-
tory zlozone z energii specyﬁcznyckﬁ

E(Pi|1,0, ...,0) E(Ps|1,0, ...,0) B(P,|1,0,...,0)
E(Py|0,1,...,0) E(Ps|0,1,...,0) E(P,)0,1,...,0)
E(P1[0,0,...,1) E(P2]0,0,...,1) E(P,]0,0, ..., 1)

3Co w toku symulacji nastepowato zazwyczaj po mniej niz 3 mln krokéw.
4Zapis postaci E(P1|1,0, ...,0) jest wyjagniony ponizej.
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muszg by¢ liniowo niezalezne. Warunek ten zachodzi gdy wzorce P, ..., P, sa liniowo
niezalezne, co oczywiscie ma miejsce w tym przypadku. Aby zebraé odpowiednig ilo§é
danych do wyrysowania diagramu fazowego wykorzystana zostata metoda Monte-Carlo.
Punkty z simpleksu parametréw o« byly losowane z rozktadu jednostajnego, nastepnie
dla kazdego wylosowanego zestawu parametréw wykonywana byta symulacja i okreslo-
ny zostal stabilny wzorzec. Ten proces byl powtarzany okoto 4000 razy dla kazdego
diagramu w celu uzyskania zadowalajacej rozdzielczosci.

Rysunek 5.3. Przyklad diagramu fazowego dla czterech wzorcéw (P1,P2,Ps3,Ps,3 = 0.5). Przedni

fragment wykresu jest przezroczysty dla lepszego wyeksponowania punktu wspélistnienia faz.
Obszary stabilnosci pojedynczych wzorcéow sa do$¢ regularne, a ich granice do$é¢ ostre.

Zr6dto: Opracowanie wlasne

5. Wizualizacja: Wizualizacja objeta przypadki 3 i 4 wzorcow, zatem obrazowanymi sim-

pleksami sa tréjkat i czworoscian. W przypadkach wigkszej ilosci wymiaréw (wzorcow)
pojawiaja si¢ pewne problemy. Przez pewien czas rozwazana byla wersja rzutowania
barycentrycznego (opisanego w [29]). Niestety tego typu rzutowania szczegdlnie mocno
deformuja okolice $rodka ciezkosci rzutowanej figury (do tego stopnia, ze rzut przestaje
by¢ jednoznaczny), a z punktu widzenia tej pracy wlasnie te okolice sa najbardziej cie-
kawe. Poniewaz przestrzen parametréw byta prébkowana losowo metoda Monte-Carlo,
uzyty zostal schemat uzupelniajacy luki w diagramie. Schemat ten sprowadza sie do
wielokrotnej procedury okreslajacej dla danego punktu wykresu najczedciej wystepu-
jacy kolor jego sasiadéw. Po kilku iteracjach takiej procedury wykres jest calkowicie
uzupelniony.

5.3. Wyniki obliczen i ich zwigzek z przewidywaniami

teoretycznymi

W czasie symulacji mozna bylo zaobserwowaé szereg ciekawych zjawisk. To co przykuwa od
razu uwage to regularny ksztalt diagramu fazowego dobrze pasujacy do przewidywan teore-
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Rysunek 5.4. Przyklad diagramu fazowego dla trzech wzorcéw (P1,P2,Ps). Kazde pole koloru
oznacza obszar gdzie dokladnie jeden wzorzec jest stabilny. Miejsce w ktérym wszystkie pola sie
stykaja jest punktem wspélistnienia faz.

Zrédlo: Opracowanie wlasne

Rysunek 5.5. Przykladowe ciecia przez diagram fazowy (cztery wzorce P1,Pa2,P3, Py z rysunku
6 =0.5). Widaé¢ na nich wyraznie polozenie punktu wspoélistnienia faz, geometrie plaszczyzn
wspoélistnienia dwéch faz i krzywych wspdlistnienia trzech faz. Nieregularnosci granic
miedzyfazowych to pozostato$é po prébkowaniu Monte-Carlo i niedoskonalosci tej metody.
Generalnie im wiecej probek zebrano tym gladsze byly granice.

Zr6dto: Opracowanie wlasne
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tycznych postulowanych przez teorie Pirogova-Sinaia. Oczywiscie eksperyment numeryczny
nie moze potwierdzi¢ gltadkoséci powierzchni miedzyfazowych, mozna jedynie powiedzie¢, ze w
obrebie rozdzielczosci dostepnych dla metody Monte-Carlo nie da sie stwierdzi¢ zadnych po-
waznych nieregularnosci. Jednym z celéw symulacji byto zbadanie czy rzeczywiste polozenie
punktu wspolistnienia faz nawiazuje do przewidywan zerowo-temperaturowych. Generalnie
wyznaczenie potozenia punktu wielofazowego jest bardzo trudneﬂ W szczegdlnym przypadku
zerowej temperatury (37! = 0) mozna jednak doéé latwo przyréwnaé energie warunkowe dla
poszczegdlnych wzorcow i uzyskaé teoretyczne polozenie punktu rownowagi. Pewne intuicje
kaza mys$le¢, ze sprawa sie znacznie komplikuje w niezerowych temperaturach, w ktorych
trzeba by bylo poréwnywaé energie swobodne. Intuicje te potwierdza przedstawiony w tej
pracy eksperyment obliczeniowy. Wr6¢my jednak do przypadku zerowej temperatury. Mamy
w takim przypadku do rozwiazania nastepujacy uktad réwnan:

E(Pﬂal,ag,...,an) :E(Pglal,ag,...,an)
E(PQ’al,OCQ,...,an) :E(P3’041,a2,...,04n)
: (5.1)
E(P,_1|ai,ag,...,ap) = E(Py|oq, g, ..., an)
\a1+a2+...—|—an =1,

gdzie E(P;|aq, ..., ay) to energia wzorca P, dla uktadu zainicjowanego parametrami oy, ..., ap,
(energia specyficzna wzorca wzgledem odpowiednio sparametryzowanego Hamiltonianu). Jak
pamietamy energia zdefiniowana jest nastepujac

b 1
E(J) = — 5 ZUin'wiJ =
/[:7j

1 S 1P [
=-3 ZUiO'j Zakpkz[@]Pk[J]’
i,J k=1

Zatem wyrazenia w réwnaniu ([5.1) moga by¢ rozpisane nastepujaco:

E(Play,...,an) =
= 1 E(Py|1,0,...,0) + ... + anE(P,]0, ..., 1)

W zwiazku z tym jest uktadem réwnan liniowych dla ktérego mozna tatwo znalezé roz-
wiazanie. Eksperyment obliczeniowy potwierdzil, ze dla niskich temperatur (tak niskich, ze
dobrze przyblizajacych model zerowo-temperaturowy) punkt wspolistnienia faz rzeczywiscie
znajduje si¢ w okolicach rozwiazania . Wynik ten dla wzorcow Pi,Pa,Ps, Py prezentuje
tabela Poniewaz diagram fazowy mamy jedynie w wersji prébkowanej Monte-Carlo, do
wyznaczenia polozenia punktu wspoélistnienia faz uzyto nastepujacego algorytmu aproksy-
macyjnego:

1. Zainicjuj r =1

2.x=x-1/2

5Jest to jeden z otwartych probleméw tego zagadnienia, oméwionych szerzej w nastepnym rozdziale.

Dla precyzji trzeba by powiedzie¢ wiecej na temat tego gdzie przebiegaja indeksy i, j, jak pamictamy z
poprzednich rozdziatéw ksztalt Hamiltonianu musi by¢ odpowiedni aby rozwazaé¢ miary DLR. Tutaj jednak
nie ma to znaczenia, chodzi o sam ksztalt funkcji energetycznej.
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Tabela 5.1. Poréwnanie danych teoretycznych i obliczeniowych

o a9 a3 oy
Wynik teoretyczny (rozwiazanie (5.1))) | 0.1063 | 0.2538 | 0.3268 | 0.3129
Wynik obliczeniowy 0.1092 | 0.2588 | 0.3212 | 0.3106

Roéznica -0.0029 | -0.0050 | 0.0055 | 0.0023

3. Przypasuj (losowo lub gradientowo) do diagramu fazowego kostke o boku z, tak aby
bylo w niej mniej wiecej tyle samo prébek nalezacych do kazdego wzorca.

4. Jesli = jest zadowalajaco male (ale na tyle duze, ze w kostce o promieniu x miesci
sie przynajmniej po jednym przedstawicielu kazdego wzorca), to zakoncz algorytm.
W przeciwnym przypadku przejdz do punktu 2, ograniczajac obszar poszukiwan do
objetosci obecnie rozwazanej kostki.

Po zrealizowaniu kilkunastu przebiegéw powyzszego algorytmu dla pojedynczego diagramu
i usrednienieniu wynikéw, uzyskamy oszacowanie potozenia punktu wielofazowego, tak do-
ktadne na ile to pozwala rozdzielczo$é probkowania przestrzeni parametréw (diagramu). Jak
wida¢ w tabeli w niskich temperaturach oszacowanie teoretyczne wynikajace z przyrow-
nania energii specyficznych poszczegdlnych wzorcéw dziata doskonale. Sytuacja zmienia sie
w wyzszych temperaturach, w ktorych istotna role zaczyna odgrywaé entropia. W pewnym
sensie mozna sie bylo spodziewaé, ze wraz ze wzrostem temperatury, pojawia sie pewne za-
burzenia, badania teoretyczne tych zjawisk sa narazie trudne (prace w tej dziedzinie trwaja,
teoria Pirogova-Sinaia zapewnia opis teoretyczny, jest on jednak bardzo skomplikowany i
nieefektywny obliczeniowo). Eksperyment przedstawiony w tej pracy ukazuje pewne ciekawe
efekty. Jak zostato to uwidocznione w tabeli wspoétrzedne punktu wspoélistnienia faz w
dos¢ regularny sposéb zaleza od temperatury odwrotnej (5. Eksperyment numeryczny zda-

Tabela 5.2. Ruch punktu wielofazowego (rezultaty obliczen)

Temp. odwrotna (3 o1 a9 a3 71
1.0 0.109 | 0.258 | 0.321 | 0.310
0.5 0.117 | 0.254 | 0.318 | 0.308
0.2 0.115 | 0.259 | 0.325 | 0.299
0.1 0.083 | 0.270 | 0.338 | 0.308
0.05 0.047 | 0.287 | 0.346 | 0.319

je sie wskazywaé, ze wraz ze wzrostem temperatury (spadkiem () punkt wspoélistnienia faz
przemieszcza sie w ten sposob, ze niewielkie parametry « staja sie jeszcze mniejsze, zas te
duze staja sie jeszcze wigksze. Odpowiada to sytuacji w ktérej wzorce z duzym udzialem w
energii catkowitej zdobywaja jeszcze bardziej znaczacy udzial, na rzecz tych mniej istotnych.
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Wida¢ to takze w tabeli demonstrujacej procentowy udzial w objetosci diagramu czy-
stych faz odpowiadajacych kolejnym wzorcom. Jak wida¢ procentowy udzial czystych faz o
najwiekszej objetosci zwieksza sie wraz z temperatura, tych najmniejszych dalej zmniejsza.
Caly proces wydaje si¢ by¢ dos¢ regularny, tak jakby za calym zjawiskiem ukrywata si¢ pro-
sta, monotoniczna zaleznosé. W tej chwili trudno jednak podaé¢ konkretny wzér opisujacy w
sposob analityczny zaobserwowane tutaj zjawisko. Ciekawe zachowania mozna zaobserwowaé

Tabela 5.3. Objetosci (w %) obszaréw czystych faz w diagramach fazowych (rezultat obliczen).

Temp. odwrotna 8 | Wzorzec P; | Wzorzec Py | Wzorzec P3 | Wzorzec Py
1.0 33.11 24.84 20.80 21.26
0.5 33.72 24.33 19.91 22.02
0.2 33.41 24.38 20.55 21.63
0.1 34.49 24.43 19.48 21.65
0.05 34.14 26.44 19.34 20.26
0.04 35.47 25.54 19.31 20.59

takze w samej dynamice symulowanego uktadu neuronowego (spinowego). Daje sie wyrdznié
dwie klasy zjawisk - objetosSciowe i brzegowe. Zjawiska objetosciowego pochtaniania jednego
wzorca przez drugi wystepuja w przypadku silnej dominacji jednego ze wzorcéow (parametry
« Hamiltonianu z obszaru czystej fazy dla danego wzorca). Sa one niezwykle szybkie, du-
za plama niestabilnego wzorca znika juz po kilkudziesieciu tysiacach iteracji (Rysunek ,
przy czym proces zanikania przebiega z réwng intensywnoscia wewnatrz jak i na zewnatrz
plamy niestabilnego wzorca. Zupelnie inaczej sprawy wygladaja w sytuacji wspotistnienia
wielu faz, kiedy wszystkie wzorce sa stabilne. W takim przypadku pojawiaja sie zjawiska
brzegowe zwiazane z napieciami powierzchniowymi (na powierzchniach rozdzielajacych ob-
szary wypelnione jednym ze wzorcéw). Jak wiadomo w przestrzeni parametrow istnieje tylko
jeden punkt w ktérym wspodlistnieja wszystkie fazy, a w dodatku w ogdlnosci nie wiadomo
jak wyznaczy¢ jego potozenie, w symulacji zatem postugujemy sie wynikiem empirycznym
dla danej temperatury w nadziei, ze przybliza on dobrze polozenie rzeczywistego punktu
wspoOlistnienia faz. Rysunek pokazuje ewolucje uktadu w okolicach punkty wspélistnienia
faz. Aby dobrze zaobserwowaé co sie dzieje w sytuacji stabilnego wspolistnienia wielu faz,
mozna postuzy¢ sie pewng sztuczka. W naszym uktadzie nie ma pola zewnetrznego, zatem
wykazuje on podobng do modelu Isinga z h = 0 wlasno$é¢ stabilnosci fazy dodatniej i ujem-
nej. Zatem jesli pewien wzorzec w naszym modelu jest stabilny, to takze jego negatyw jest
stabilny. W ogdélnosci okreslenie znaku na brzegu dziedziny obliczeniowej tamie te symetrie,
jednak przez pewien czas mozna obserwowaé zjawiska wystepujace miedzy dwoma idealnie
stabilnymi fazami. Rysunek pokazuje przyktad ewolucji uktadu w ktérym jeden wzorzec
wspoélistnieje stabilnie ze swoim negatywem. Ruch granic rozdzielajacych fazy ma charakter
ruchu proporcjonalnego do $redniej krzywizny[], co jest charakterystyczne miedzy innymi dla
ukladéw z oddzialywaniami zadanymi przez tzw. Potencjaly Kaca.

"Poniewaz badamy uktad dwuwymiarowy to jest tylko jeden parametr krzywizny, zatem sformulowanie
"ruch wedlug $redniej krzywizny” mozna tu rozumieé jako "ruch wedlug krzywizny”.
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Rysunek 5.6. Ewolucja sieci w warunkach $cislej dominacji jednego ze wzorcéw (P1) w Sredniej
temperaturze (3 = 0.2), w poczatkowej fazie symulacji (po lewej) oraz po 9 - 10* krokach. Elipsa i
koétko utworzone z niestabilnych wzorcéw (Ps,Py) sa gwaltownie pochlaniane przez stabilny wzorzec.
Proces ten jest szybki i gwaltowny, w przeciwienstwie do powolnych proceséw brzegowych
pokazanych na rysunku

Zrédio: Opracowanie wlasne
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Rysunek 5.7. Stan sieci w warunkach wspolistnienia faz w niskiej temperaturze (5 = 1), stan
poczatkowy (na lewo) i po 3.39 - 107 krokach (na prawo). Elipsa i kétko utworzone ze wzorcéw
zwezaja sie wedlug Sredniej krzywizny. Proces ten jest powolny i spokojny, gdyz naddatek energii
konfiguracji zwiazany jest jedynie z napieciem powierzchniowym na granicach faz.

Zrédlo: Opracowanie wlasne
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Rysunek 5.8. Reprezentatywny przyktad pokazujacy ewolucje granic separujacych fazy (zwezanie
po éredniej krzywiznie). Obrazek pokazuje spiralna konfiguracje dominujacego wzorca (P1) i jego
negatywu. Na poczatku symulacji (lewy gérny), po 9 - 10° krokach (prawy gérny), po 2.07 - 107
krokach (lewy dolny), po 3.73 - 107 krokach (prawy dolny). W czasie ewolucji spirala rozwija sie
sprawiajac wrazenie ruchu wokoét srodka uktadu.

Zr6dto: Opracowanie wlasne
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5.4. Potencjalne mozliwosci prowadzenia dalszych badan

Badany uktad jest w rzeczywistoéci bardzo ogdlny, wiele kwestii zwiazanymi z tego typu sys-
temami stanowi nadal zagadke. Najwiekszym wyzwaniem teoretycznym w tej chwili wydaje
si¢ znalezienie opisu dla ruchu punktu wspoélistnienia faz w funkcji temperatury. Wiadomo,
ze ma na to wplyw struktura korelacji miedzy wzorcami oraz czynnik entropii i ze trzeba
rozwiazaé¢ zagadnienie réwnosci energii swobodnych poszczegélnych wzorcéw (co nie wyda-
je sie by¢ rzecza prosta). Mozliwo$¢ znalezienia polozenie punktu wspolistnienia faz moze
znacznie polepszy¢ dziatanie sieci odtwarzajacych wzorce (byé moze pozwolitloby to na skon-
struowanie dynamicznego algorytmu uczenia, ktéry dostosowywaltby wagi sieci w zaleznosci
od temperatury. Ciekawym zagadnieniem sa takze przewidywane teoretycznie fazy domino-
wane entropijnie wystepujace w punkcie krytycznym, w ktorych uktady minimalizuja energie
swobodng poprzez maksymalizacje entropiﬁ). Badan wymaga takze mozliwos¢ opisania sieci
lokalnie Hopfieldowskich w terminach potencjaléw Kaca (dotychczasowe wyniki wskazuja, iz
moze by¢ to dobra droga). Wyniki uzyskane w powyzszych zagadnieniach powinny by¢ osta-
tecznie przeniesione do sieci w pelni Hopfieldowskich, w kontekscie modyfikacji wag sieci w
zaleznosci od lokalnej struktury korelacji uczonych wzorcéw (a takze do sieci ogélnie reku-
rencyjnych, rozwiazujacych ogdlne problemyﬂ). Interesujacym wydaje sie takze rozszerzenie
tych wynikéw na sieci Hopfielda ze struktura typu small world network (sieci malego swiata),
ktorych zdolnoéé odtwarzania wzorcow jest obecnie badana [6].

8Wymaga to symulacji z wickszg, iloscig wzorcéw i dobrej znajomosci polozenia punktu wspoélistnienia faz.
Wymaga to przettumaczenia uzyskanych wynikéw z jezyka wzorcéw, na bardziej ogélny grunt co moze
by¢ ciekawym wyzwaniem (niekoniecznie mozliwym w ogélnoscei).
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ROZDZIAL 6

Dodatki

6.1. Szczegdly implementacyjne programu

W celu zasymulowania dzialania opisanego w tej pracy uktadu stworzony zostal zestaw
programéw w jezyku C++. Do wizualizacji wykorzystany zostal jezyk Java. Zrédla wszystkich
uzywanych programéw dolaczone sa na plytce CD (zalacznik do pracy), w tym rozdziale
podkreslone zostana jedynie pewnie z zastosowanych rozwigzan.

e Reprezentacja wag.

Tlos¢ pamietanych wag rosnie w przyblizeniu z kwadratem ilosci neuronéw. W przy-
padku sieci z lokalng struktura polaczen wzrost ten jest powolniejszy, mimo wszystko
jednak pamietanie wszystkich wag byloby sporym marnotrastwem. Okazuje sie jednak,
ze w przypadku rozwazanego systemu wystarczyto pamietaé jedynie niewielki procent
wag, ktore ze wzgledu na periodyczny charakter wzorcow, rowniez powtarzaja sie w
uktadzie. Aby dodatkowo zoptymalizowaé program, wszystkie wagi zostaly zapamie-
tane w jednowymiarowej tablicy, ktéra z powodzeniem mogla sie zmiesci¢ do pamieci
cache procesora. Procedura wypelniajaca te tablice przedstawia sie¢ nastepujaco:

void BoltzmannMachine::initWeights()
{
for (unsigned int i = 0; i < Pattern_Size; i++)
for (unsigned int j = 0; j < Pattern_Size; j++)
for (unsigned int k = 0; k < Pattern_Size; k++)
for (unsigned int 1 = 0; 1 < Pattern_Size; 1++) {

weights[i * Pattern_Size_qub +
j * Pattern_Size_sqr + k * Pattern_Size + 1] = 0;

for (unsigned int x = 0; x < Patterns.size(); x++)
weights[i * Pattern_Size_qub +
j * Pattern_Size_sqr +
k * Pattern_Size + 1] +=
(Patterns[x].getValue(i, j) *
Patterns[x].getValue(k, 1) * Forces[x]);

}
Nastepnie skorzystanie z wagi wymaga juz jedynie obliczenia odpowiedniego indeksu:

double BoltzmannMachine::getWeight(int x, int y, int xx, int yy)

{
if ((x == xx) && (y == yy))
return O;
else {
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int x_ = ((x % Pattern_Size) + Pattern_Size) % Pattern_Size;
int y_ = ((y % Pattern_Size) + Pattern_Size) % Pattern_Size;
int xx_ = ((xx % Pattern_Size) + Pattern_Size) J, Pattern_Size;
int yy_ = ((yy % Pattern_Size) + Pattern_Size) ¥ Pattern_Size;

return weights[x_ * Pattern_Size_qub + y_ * Pattern_Size_sqr +
xx_ * Pattern_Size + yy_];

o Wyliczanie pola lokalnego.
Gléwnym i najczesciej wykonywanym fragmentem programu bylo wyliczenie pola lokal-
nego dla danego neuronu. Ze wzgledu na wczesniej ustalona strukture sasiedztwa, petla
wyliczajaca odpowiednie pole zostala rozwinieta. Pozwala to uniknaé¢ narzutu zwiaza-
nego z przygotowaniem petli, ktory ze wzgledu na jej niewielka dtugo$é mogt stanowic
istotny procent czasu wykonania programu.

6.2. Plytka CD z filmami zawierajacymi ewolucje ukladu

Do pracy zalaczona zostata pltytka CD zawierajaca dodatkowe dane, obrazki, zrédta progra-
moéw oraz filmy przedstawiajace ewolucje rozwazanego uktadu w réznych warunkach.

filmy/ # filmy
/betal05 # filmy przy temperaturze odwrotnej 0.005
/betal3 # filmy przy temperaturze odwrotnej 0.03
/betal # filmy przy temperaturze odwrotnej 1.0
/betall # filmy przy temperaturze odwrotnej 10.0
/punkt_wielofazowy # filmy w warunkach wspétistnienia faz
narzedzia/ # narzedzia uzywane w wizualizacji
/wiz_2d # dwuwymiarowej
/wiz_3d # tréjwymiarowej
obrazki # bitmapy z wykresami diagraméw fazowych
praca/ # elektroniczna wersja tej pracy
/src # zrédto TeX tej pracy
program # Zrédta grdédwnego programu symulujgcego
dane # dane uzyskane z symulacji
prezentacje # prezentacje na referaty zwigzane z tag praca

Filmy zostaly przygotowane w formacie DivX (mpeg4).

6.3. Podziekowania

Autor niniejszej pracy chcialby podzigkowaé twércom biblioteki "rng” (Random Number
Generator), oraz biblioteki wizualizacyjnej VISAD oraz technologii Java3d. Bez ich pracy i
mozliwosci skorzystania z niej za darmo (na warunkach licencji GPL itp.) wyniki zaprezen-
towane tutaj bylyby zapewne o wiele skromniejsze. Chcialbym tez podzigkowaé profesorowi
Wiodzistawowi Duchowi za zaszczepienie we mnie checi do badania ukladéw neuronowych,
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doktorowi Tomaszowi Schreiberowi za skierowanie moich zainteresowan w kierunku termo-
dynamiki i cierpliwe odpowiedzi na setki moich pytan. Podziekowania naleza sie takze profe-
sorowi Piotrowi Bale, za mozliwo$¢ skorzystania z klastra obliczeniowego bedacego pod jego
opieka, a takze za sugestie na temat modelowania komputerowego.
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B-6.

Ewolucja sieci w warunkach $Scistej dominacji jednego ze wzorcow (Pp) w

sredniej temperaturze (5 = 0.2), w poczatkowe] fazie symulacji (po lewej) oraz

po 9 - 10" krokach. Elipsa i kétko utworzone z niestabilnych wzorcéw (Ps,P4)

sa gwalttownie pochlaniane przez stabilny wzorzec. Proces ten jest szybki 1

gwaltowny, w przeciwienstwie do powolnych proceséw brzegowych pokazanych

na rysunkufs. 7l . ...

5.7,

Stan sieci w warunkach wspolistnienia faz w niskiej temperaturze (0 = 1),

stan poczatkowy (na lewo) i po 3.39 - 10" krokach (na prawo). Elipsa i kétko

utworzone ze wzorcow zwezaja sie wedtug sredniej krzywizny. Proces ten jest

powolny 1 spokojny, gdyz naddatek energii konfiguracji zwigzany jest jedynie

7 napieciem powierzchniowym na granicach faz.|. . . . . . . ... .. ... ..

99

B.s.

Reprezentatywny przyklad pokazujacy ewolucje granic separujacych fazy (zwe-

zanie po sredniej krzywiznie). Obrazek pokazuje spiralng konfiguracje dominu-

jacego wzorca (P1) i jego negatywu. Na poczatku symulacji (lewy gérny), po

9-10° krokach (prawy gérny), po 2.07 - 10" krokach (lewy dolny), po 3.73-10°

krokach (prawy dolny). W czasie ewolucji spirala rozwija sie sprawiajac wra-
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Skorowidz

Algorytm

— Minimalizacji globalnej,
— multistart,

— P*,

— Proppa-Wilsona,

— Random walk, [I]]

— Simulated Annealing,
— Tabu search, [T]]
Atraktor, [7]

— pasozytniczy, [I5] [I9]
Autoasocjator,

Czas
— refrakcji, [13]

Diagram fazowy, [48]
Dynamika

— asynchroniczna,
— Glaubera,

— hybrydowa, [T4]

— Little’a,

— synchroniczna, [14]

Energia

— konfiguracji,
— ograniczen, [19]
— optymalizacji,

— specyficzna, [49] [57]

Faza

— czysta, 45

— mieszana, [45]
Fizyka

— statystyczna, [30]

Gaz
— klasyczny,

— Konfiguracyjny, [3§

Katastrofa zapominania,
Klasa rekurencyjna,
Komoérka podstawowa,
Kontur,

Kryterium Dobrushina,

Markowa

— lancuch,
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— aperiodyczny lancuch, [30]
— nieprzywiedlny taficuch,
— odwracalny lancuch,
— proces, [20]

Maszyna Boltzmanna,
Miara

— DLR,

— ekstremalna DLR, [44]

— Gelfanda-Leraya,

— Gibbsa, [1]

— graniczna DLR,

— graniczna Gibbsa, [42]

— kanoniczna, [A0]

— mikrokanoniczna, [A0]

Perceptron, [10]

Perturbacja Hamiltonianu, [49]
Pole

— lokalne,

— wypadkowe, [T4]

— zewnetrzne, [[3]

Potencjat

— Lenarda-Jonesa,
Problem

— kolorowania grafu,

— komiwojazera,

— NP-zupelny,

— planu zajed,

Proces

— stochastyczny,

Przejécie fazowe, [5] [A7]
Przestrzen fazowa, [7]

Punkt wspolistnienia faz, [49] [57]

Réwnanie

— dokladnego bilansu,
Rozklad

— mikrokanoniczny, [40]
Rozklad stacjonarny, [2§]

Siec¢

— Hopfielda, [T3] [I5]

— lokalnie Hopfieldowska,
— MLP, [I]]

— Rekurencyjna,

Stan bazowy,



Temperatura, 23]

— Curie,

— odwrotna, [23]

Teoria Pirogova-Sinaia, [49]
Trajektoria,

Uktad dynamiczny,

Wtasnosé
— zapominania, [26]

Zagadnienie obliczeniowe, [f]

Zasada

— wariacyjna, [£]]

— zachowania energii,

— zachowania objetoéci przestrzeni fazo-
wej, 38|

Zjawiska

— objetosciowe,

— powierzchniowe,
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